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Ante la creciente demanda de energía y la necesidad de alcanzar zonas geográficamente aisladas, la tecnología ha desarrollado las turbinas hidrocinéticas. Estos dispositivos versátiles captan la energía cinética de  las  corrientes  de  agua,  convirtiéndola  en  una  solución  energética  viable  y  sostenible  para  diversos entornos. MeyGen en Escocia, es una planta de energía con aplicación de turbinas hidrocinéticas alcanzando hasta 50GW de electricidad generada. En las costas de Ouessant, en Bretaña-Francia, turbinas hidrocinéticas aportan hasta 25%  de la electricidad consumida por los lugareños. En su investigación Marturet (2022) muestra algunos tipos de estas turbinas hidrocinéticas (Marturet et al., 2022). 



Saini y Saini (2019) desarrollan una importante y profunda revisión de distintos rotores de turbinas hidrocinéticas.  También,  Jayaram  y  Bavanish  (2021)  en  su  trabajo  sobre  un  modelo  de  turbinas hidrocinéticas, la Gorlov, analizan varios enfoques de diseño y simulación de turbinas Gorlov. 



Para  el  desarrollo  de  turbinas  hidrocinéticas  con  miras  a  lograr  mayores  eficiencias  energéticas  es necesario la aplicación de técnicas de dinámica de fluidos computacionales (CFD) y de metodologías de análisis  numérico  con  técnicas  de  simulación  (Marturet  et  al.,  2023)  como  alternativa  frente  a  costos importantes en la experimentación con fluidos para determinar potenciales de energía. 



Este artículo tiene como objetivo principal analizar la integración de CFD, el análisis dimensional, a través  del  teorema  π  de  Buckingham,  y  la  Estadística  en  el  proceso  de  optimización  de  turbinas hidrocinéticas.  Asimismo, se presenta una revisión de la literatura existente en torno a estas metodologías y su aplicación en el desarrollo de turbinas hidrocinéticas, con miras a construir un marco teórico que sirva de base para futuras investigaciones en el área. 



No  se  deja  de  reconocer  que  las  tecnologías  de  turbinas  hidrocinéticas  se  han  beneficiado significativamente  de  la  aplicación  de  CFD,  el  análisis  dimensional  y  la  estadística,  pero  también,  la integración de la inteligencia artificial (IA) en este campo específico, representa un enfoque relativamente novedoso.  Esta  investigación,  también  explora  cómo  la  aplicación  de  técnicas  de  IA,  incluyendo  el aprendizaje automático y el aprendizaje profundo, puede llevar a avances significativos en el diseño, la optimización y el control de turbinas hidrocinéticas.  La capacidad de la IA para manejar grandes volúmenes de datos, identificar patrones complejos y realizar optimizaciones no lineales ofrece nuevas oportunidades para mejorar la eficiencia, el rendimiento y la adaptabilidad de estos sistemas energéticos, abriendo caminos para futuras investigaciones y desarrollos en el área. 
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Los análisis de CFD procesan grandes volúmenes de datos para determinar campos de velocidades, vorticidad,  presión  y  esfuerzos  turbulentos  en  turbinas.  También  calculan  los  esfuerzos  de  corte  en  las superficies de los álabes, incluyendo sus componentes de arrastre y sustentación. Además, el CFD estudia variables de flujo como velocidad, turbulencia, fuerza y presión. Al mismo tiempo, proporciona resultados de variables geométricas, como los coeficientes de sustentación y arrastre de los álabes de turbina en relación con variaciones en el ángulo de ataque, el espesor y la curvatura de sus perfiles (Marturet et al., 2023). 



El apoyo en CFD permite desarrollar estudios de optimización (Li et al. 2023) y obtener rendimientos asociados a coeficientes de potencia y eficiencia, torque y velocidad de rotación de la turbina hidrocinética y fenómenos de cavitación (Marturet et al., 2022), vibraciones, ruido y perdidas energéticas (Etemadeasl et al., 2024) en turbinas. De tal modo que el manejo de variables de flujo, geométricas y de rendimiento entre otras durante la experimentación con CFD de turbinas hidrocinéticas resulta en un volumen considerable de datos. 



Por otra parte, teorema π de Buckingham es una herramienta fundamental en el análisis dimensional de turbinas y su escalamiento con miras al logro de la optimización y mejora del rendimiento (Li et al., 2023). 

El uso del teorema permite: simplificar ecuaciones asociadas al flujo de fluidos sobre rotores de turbinas, análisis de similitud entre modelos y prototipos, escalamiento de modelos, optimización de geometrías de turbinas,  elaboración  de  curvas  características,  construcción  de  funciones  objetivo  en  potenciales energéticos (Surulere et al., 2024) y el desarrollo de modelos empíricos para predecir el comportamiento de turbinas en diferentes condiciones de operación. 



La Estadística es una herramienta fundamental para el manejo de datos generados por la CFD en el desarrollo de turbinas hidrocinéticas. Su aplicación abarca varios aspectos clave. En primer lugar, se utiliza en el diseño y optimización de las turbinas. Permite analizar datos experimentales para identificar tendencias en la eficiencia y establecer relaciones que conduzcan a la optimización entre variables. Además, contribuye a la reducción de las incertidumbres inherentes a los modelos numéricos y experimentales propios de la CFD. En segundo lugar, la Estadística es crucial para la evaluación del desempeño en la producción de energía.  Esto  implica  la  comparación  de  modelos  numéricos  con  datos  experimentales  reales.  La verificación y validación de los modelos numéricos son características de los estudios de sensibilidad del mallado del dominio computacional, los cuales buscan un ajuste preciso entre los modelos computacionales y  los  datos  experimentales.  Finalmente,  la  Estadística  es  indispensable  para  el  desarrollo  de  modelos predictivos  que  describan el  comportamiento  operacional  de  la  turbina.  En  tal  sentido,  Marturet  (2019) investigó la mejora del rendimiento de turbinas  hidrocinéticas  Gorlov.  Desarrolló  un modelo  CFD  para predecir su rendimiento y empleó análisis de componentes principales para identificar las variables más influyentes: la relación de solidez y la relación de velocidad. Además, creó relaciones semiempíricas para predecir el torque y el coeficiente de la turbina. 



Para  el  desarrollo  de  turbinas  hidrocinéticas,  el  teorema  π  de  Buckingham  y  la  Estadística  son fundamentales. El primero ofrece una base teórica para el análisis dimensional y modelos físicos, mientras que  la  Estadística  permite  analizar  datos,  construir  modelos  y  evaluar  la  incertidumbre  en  CFD.  Estos enfoques tradicionales han sido cruciales para el diseño y optimización de turbinas, incluidas las de Gorlov. 



El campo de la ingeniería de fluidos está experimentando una transformación significativa gracias a la integración de la IA. La IA ofrece múltiples oportunidades para avanzar en esta disciplina. Por ejemplo, permite un modelado de turbulencia mejorado, lo que conduce a simulaciones mucho más precisas. Además, la IA facilita la generación de mallas inteligentes, que tienen la capacidad de adaptarse al flujo, y contribuye a la aceleración de las simulaciones, lo cual es crucial para el diseño y la optimización. También es una Rev. Téc. Ing. Univ. Zulia, 2025, Vol. 48, e254805 
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herramienta poderosa en la optimización del diseño en sí mismo. Finalmente, la IA es fundamental para el control de flujo activo, ya que permite el análisis de datos de sensores y la toma de decisiones en tiempo real, así como la detección de anomalías en los sistemas fluidodinámicos. 



Jia y Xu (2024) exploraron estrategias óptimas de paralelización para el control de flujo activo basado en aprendizaje por refuerzo profundo en CFD, buscando mejorar la eficiencia computacional en entornos de  alto  rendimiento.  Paralelamente,  Amran  et  al.  (2024)  propusieron  un  enfoque  híbrido  de  visión  por computadora  y  aprendizaje  automático  para  la  detección  robusta  de  núcleos  de  vórtices,  un  elemento fundamental en el análisis de flujos. 



Así mismo, Esfahanian, et al. (2024) investigaron el uso de modelos surrogados basados en aprendizaje profundo  para  la  optimización  de  la  forma  de  turbinas  de  gas,  ofreciendo  una  alternativa computacionalmente eficiente  a las simulaciones  tradicionales.  Esta tendencia también se  observa  en  el diseño de energías renovables. Al Noman et al. (2022) analizaron las tendencias y el marco del uso de la inteligencia  artificial  en  el  diseño  de  álabes  para  la  próxima  generación  de  turbinas  eólicas  Savonius, resaltando el potencial de la IA para mejorar su eficiencia. 



Una perspectiva general sobre el impacto del aprendizaje por refuerzo profundo en la mecánica de fluidos es presentada por Kim et al. (2024), quienes revisaron sus aplicaciones en control, optimización y automatización. Finalmente, la modelización de flujos cercanos a la pared en CFD, un área tradicionalmente desafiante, también se está transformando con la aplicación del aprendizaje automático, como se discute en el trabajo de Olausson (2024). 



La integración de métodos tradicionales como el análisis dimensional y la Estadística con los modelos CFD,  junto  a  la  creciente  implementación  de  la  IA,  está  impulsando  avances  significativos  en  la modelización, simulación y optimización de flujos de fluidos. Esta sinergia de enfoques potencia el diseño de sistemas de ingeniería más eficientes y sostenibles, incluyendo las turbinas hidrocinéticas. Sin embargo, es crucial reconocer que se necesita más investigación para comprender a fondo los fenómenos físicos y desarrollar modelos aún más precisos, donde la IA jugará un papel central. 
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