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Abstract

In this paper, multivariate statistical techniques such as Fisher Discriminant Analysis and General-
ized Discriminant Analysis are utilized for fault diagnosis in an industrial process. The pair-wise FDA
analysis is used to identify the fault, which determines the most related variable with the present fault.
Therefore, the FDA is proposed to classify linearly separable faults and the GDA to classify faults where a
nonlinear classifier is needed. A new procedure to study faults is proposed which include wavelet analysis
in the extraction phase, to reduce and decorrelate the data. A continuous stirred tank reactor was simu-
lated in presence of typical faults in order to study the proposed method.

Key words: Fault diagnosis, Fisher discriminant analysis, generalized discriminant analysis,
Wavelet analysis.

Diagnóstico de fallas utilizando técnicas estadísticas
multivariantes

Resumen

En este trabajo se usan técnicas estadísticas multivariantes tales como el Análisis Discriminante de
Fisher FDA y el Análisis Discriminante Generalizado GDA para realizar el diagnóstico de fallas en un pro-
ceso industrial. La identificación de las fallas se realiza por medio del Análisis de pares FDA, que permite
seleccionar las variables más relacionadas con la falla. Por tanto, para el diagnóstico de las fallas se propo-
ne el FDA en la clasificación de las fallas linealmente separables y el GDA para clasificar fallas donde la
data requiere de un clasificador no lineal. Se propone un nuevo procedimiento para el estudio de las fallas,
éste se incluye en la etapa de extracción, y se realiza por medio del análisis Wavelet, para decorrelacionar y
reducir la dimensión de la data. Un tanque de reacción no isotérmico agitado continuamente fue usado
mediante simulación en presencia de fallas típicas, para estudiar las bondades del método propuesto.

Palabras clave: Diagnóstico de fallas, análisis discriminante de Fisher, análisis discriminante
generalizado, análisis Wavelet.

1. Introducción

Los métodos de detección y diagnóstico de fa-
llas basados en data histórica son los más aplica-
dos en las industrias de procesos, debido a que son
fáciles de implementar, no necesitan un modelo
matemático del proceso y requieren poco conoci-
miento a priori del proceso y las fallas [1]. El desa-

rrollo de la instrumentación digital, las redes in-
dustriales y los sistemas de control SCADA y Con-
trol Distribuido, permiten almacenar un gran volu-
men de data de los procesos industriales. Esta data
puede ser aprovechada para desarrollar sistemas
de detección y diagnóstico de fallas; generando, a
partir de esta información, patrones que permitan
identificar condiciones similares de falla.
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En los métodos basados en data histórica,
la detección y diagnóstico de fallas se realiza me-
diante el procesamiento de un gran volumen de
ella. Debido a esto, existen varias maneras en
que la data pueda ser trasformada y presentada
como un conocimiento a priori para el sistema de
diagnóstico. La primera etapa para realizar esta
tarea es conocida como extracción de característi-
cas, la cual puede ser cualitativa o cuantitativa
[2]. Los sistemas expertos, los métodos basados
en lógica difusa y los análisis de tendencia cuali-
tativos son ejemplos de métodos de extracción
cualitativa. Para el caso de métodos de extracción
cuantitativa, en la literatura aparecen amplia-
mente usadas las redes neuronales y las técnicas
estadísticas [3-9]. Técnicas estadísticas tales
como el Análisis de Componentes Principales
(PCA) [3 6], Mínimos Cuadrados Parciales (PLS)
[3, 7], el Análisis Discriminante de Fisher (FDA)
[3, 8], el Análisis de Variables Canónicas (CVA) [3]
y el Análisis de Componentes Independientes
(ICA) [9] han sido aplicadas en la detección y
diagnóstico de fallas con anterioridad. FDA es un
método lineal para clasificar múltiples clases y
permite reducir la dimensionalidad de la data.
Ha sido aplicado con éxito en el diagnóstico de fa-
llas, mostrando superioridad sobre PCA, PLS y
CVA [3]. La reducción de dimensionalidad es útil
cuando el número de variables medidas en el pro-
ceso es grande mientras que el número de obser-
vaciones sea pequeño, hecho que es muy común
en las industrias de procesos actuales, donde se
mide y almacena gran cantidad de variables. Los
resultados con FDA muestran superioridad
respecto a PCA [10].

El uso de la transformada Wavelet ha sido
investigado en los últimos años, debido a su ha-
bilidad de decorrelacionar data autocorrelacio-
nada [11]. Los coeficientes Wavelet proveen infor-
mación compacta acerca de una señal en diferen-
tes localizaciones de tiempo y frecuencia, lo que
permite también reducir la dimensionalidad de la
data, pero en este caso en la dirección del tiempo,
a diferencia del FDA que lo hace en la dirección de
las variables. En este trabajo no se realizará una
explicación teórica de la misma, por lo que se reco-
mienda a los lectores interesados consultar [12].

Para el caso de que la data requiere de un
clasificador no lineal se propone el uso del Análi-
sis Discriminante Generalizado (GDA), también

llamado Análisis Discriminante Linear Kernel
(KLDA), el cual ha sido aplicado con éxito en la
clasificación de patrones, obteniéndose buenos
resultados en la clasificación de semillas y las flo-
res Iris de Fisher [13]. También ha mostrado su-
perioridad ante otras técnicas como el Análisis de
Componentes Principales Kernel (KPCA) y el
Análisis de Componentes Independientes Kernel
(KICA) en el reconocimiento de voz [14]. La com-
probación de la eficacia de esta técnica en diag-
nóstico de fallas es una de las motivaciones de
este trabajo.

2. Breve Descripción
de los Métodos

En esta sección se muestra una explicación
resumida de los diferentes métodos estadísticos
que fueron aplicados y el procedimiento propues-
to para el estudio de las fallas.

2.1. Análisis Discriminante de Fisher
(FDA)

FDA es una técnica lineal ampliamente
usada para la clasificación de patrones, permite
reducir la dimensionalidad de la data, es óptima
en el término de maximizar la separación entre
las clases y es usada para realizar la extracción de
características. Esta técnica determina un con-
junto de vectores FDA a partir de transformacio-
nes lineales, con el fin de maximizar la dispersión
entre las clases mientras se minimiza la disper-
sión de cada clase. Chiang et al. muestran una
descripción matemática al respecto [3]. Dada
una matriz X de dimensión n × m, correspondien-
te a la data de entrenamiento para todas las fa-
llas, donde la transpuesta de la ith fila de X es el
vector columna xi y definiendo Xj como el conjun-
to de vectores xi que pertenecen a la clase j, la ma-
triz de dispersión-intra para la clase j es:

S x x x xj i j i j
T

x Xi

� � �
�

�( )( ) , (1)

donde x j es el vector de media para la clase j, y c el

número de clases o fallas. La matriz de disper-
sión-intra-clases es representada como sigue:

S Sw j
j

c

�
�

�
1

. (2)
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La matriz de dispersión-entre-clases es:

S n x x x xb j j j
T

j

c

� � �
�

� ( )( )
1

, (3)

donde x es el vector de media total, cuyos elemen-
tos corresponden a las medias de las columnas
de X y nj es el número de observaciones en la clase
j. El objetivo del primer vector FDA �1 es maximi-
zar la matriz de dispersión-entre-clases mientras
se minimiza la matriz de dispersión-intra-clases:

max
�

� �

� �1 0

1 1

1 1�

�
	



�
�



S

S
b

w
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El segundo vector FDA se calcula para ma-
ximizar la dispersión-entre-clases mientras se
minimiza la dispersión-intra-clases entre todos
los ejes perpendiculares al primer vector FDA y
de la misma manera para el resto de vectores
FDA. Matemáticamente se ha demostrado que
los vectores FDA son iguales a los vectores pro-
pios �k del problema de valores propios generali-
zado:

S Sb k k w k� � �� , (4)

donde los valores propios �k indican el grado de
separabilidad entre todas las clases proyectando
la data en �k.. Con los vectores FDA determina-
dos, las observaciones son luego clasificadas en
el espacio reducido usando Análisis Discrimi-
nante (AD).

2.2. Análisis Discriminante
Generalizado (GDA)

Para el caso en que se requiere de un clasifi-
cador no lineal, el FDA ha sido generalizado a su
versión Kernel. El Discriminante de Fisher Ker-
nel (KFD) fue formulado para clasificación bina-
ria [15], mientras que el GDA fue desarrollado
para problemas multi-clases [13]. Si �:z R N� �

�( )z F� es una proyección no lineal desde el es-
pacio original a un espacio característico de alta
dimensionalidad, donde las diferentes clases
pueden ser linealmente separables, SWF la matriz
de dispersión de cada clase y SBF la matriz de dis-
persión entre las clases en el espacio característi-
co F:

S
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donde Ci es el número de elementos en zi.

Similarmente a FDA, GDA determina un
conjunto óptimo de vectores discriminantes tal
que se maximice la matriz de dispersión entre las
clases mientras se minimiza la matriz de disper-
sión de cada clase. Asumiendo que � =
[�1,….,�m], la maximización puede ser alcanzada
resolviendo el siguiente problema de valores pro-
pios:

�
� �

� ��

� arg max
T

BF

T
WF

S

S
. (8)

El espacio característico F puede ser consi-
derado como un “espacio de linealización”, sin
embargo, su dimensión puede ser arbitrariamen-
te grande y posiblemente infinita. El �(z) exacto
no es necesitado ya que el espacio característico
puede volverse implícito usando los métodos
Kernel, donde productos punto en F son reem-
plazados con una función Kernel en el espacio
original RN tal que la proyección no lineal es reali-
zada implícitamente en RN [16]. En este trabajo se
utilizó la función gaussiana RBF que es una de
las funciones Kernel más usadas:

k z z
z z

( , ) exp1 2
1 2

2

�
� �

�

�

�
�

�

�

�
��
, � � R. (9)

Con los vectores discriminantes determi-
nados, las observaciones son luego clasificadas
en el espacio reducido usando análisis discrimi-
nante.

2.3. Análisis de pares FDA

Este método propuesto en [10], permite
identificar las fallas (selección de las variables
más relacionadas con la falla) aplicando el análi-
sis de pares FDA a la data en condiciones norma-
les y la data en presencia de cada clase de falla. Al
incluir sólo estas dos clases en el análisis de pa-
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res FDA y resolviendo el problema de valores pro-
pios generalizado (4) se obtendrá sólo un valor
propio significativo �i y una dirección de Fisher,
que corresponde al vector propio �i . Se define la
dirección de Fisher �i como la dirección de falla
para Xi. Los pesos en �i son usados para generar
el gráfico de contribución para la falla Xi, donde:

� � � � �i j m
T� [ , , , , , ]1 2 � � . (10)

El jth elemento � j corresponde a la contri-
bución de la jth variable.

2.4. Análisis Discriminante (AD)

El diagnóstico de las fallas es realizado a
partir del análisis discriminante; la clasificación
de las fallas se efectúa asignando una observa-
ción a la clase o falla i, si ésta presenta el máximo
valor de la función discriminante:

gi (x) > gj(x), (11)

donde gj(x) es la función discriminante para la
clase j dado un vector de data x Rm� . Usando la
regla de Bayes, asumiendo que la data, para cada
clase, esta normalmente distribuida y que la pro-
babilidad a priori es la misma, la función discri-
minante resulta:

g x x x x x Ini i
T

i ii
( ) ( ) ( ) (det( ))� � � � ��

�1
, (12)

donde xi y
i

� son el vector de media y la matriz de

covarianza para la clase i respectivamente.

En este trabajo se propone un nuevo proce-
dimiento para el estudio de las fallas (Figura 1);
éste incluye para la etapa de detección el conoci-
do estadístico T2 de Hotelling. Una primera etapa
de extracción de características es realizada por
medio del Análisis Wavelet, para decorrelacionar
y reducir la dimensión de la data. El diagnóstico
de fallas se efectúa en dos etapas, un primer
diagnóstico por medio de FDA+AD que logra cla-
sificar las fallas linealmente separables y una se-
gunda etapa, para aquellas fallas que requieren
de un clasificador no lineal, que incluye un paso
intermedio para la identificación de las fallas por
medio del Análisis de pares FDA, que permite
realizar la Selección de Variables (SV) más rela-
cionadas con la falla, siendo éstas sólo utilizadas
en la segunda clasificación que se hace combi-
nando GDA, SV y AD.

3. Caso de Estudio

Para probar el desempeño de estas técnicas
estadísticas es necesario contar con una data
histórica de un proceso real en presencia de fa-
llas. Debido a que este tipo de data no se encuen-
tra a la mano públicamente por motivo de seguri-
dad de las empresas, muchos investigadores han
optado por probar los métodos en procesos in-
dustriales simulados en computador. La data
histórica fue obtenida a partir de simulaciones de
un tanque de reacción isotérmico agitado conti-
nuamente (CSTR). Este proceso ha sido utilizado
previamente en un buen número de publicacio-
nes [9, 17, 18].

3.1. Descripción del proceso CSTR

El CSTR está compuesto por un tanque,
una chaqueta enfriadora, un agitador, una bom-
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REQUIERE DE UNA SEGUNDA
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NO

NO

SI

SI
IDENTIFICACION DE

VARIABLES

(PARES FDA)

SEGUNDO

DIAGNOSTICO

(GDA+SV+AD)

Figura 1. Algoritmo propuesto para la detección
y diagnóstico de fallas.



ba y la instrumentación tales como válvulas de
control, transmisores de nivel, flujo y temperatu-
ra, así como de controladores retroalimentados
del tipo PI (Figura 2).

Las variables controladas son la tempera-
tura del reactor (T) y el nivel del tanque (h), las va-
riables manipuladas son el flujo de alimentación
del refrigerante de la chaqueta (QC) y el flujo de
salida del reactor (Q). Las 14 fallas y perturbacio-
nes mostradas en la Tabla 1 pueden encontrarse
en una base de datos históricos típica de los pro-
ceso CSTR. Las fallas 4, 6, 7, 8, 9, 10, 11 y 12,
pueden ser tanto positivas como negativas, re-
sultando en un total de 22 fallas que fueron si-
muladas para la generación de la base de datos
históricos.

3.2. Generación de la data histórica

La data histórica se generó por medio de si-
mulación, utilizando el software Simulink del pa-
quete Matlab. La condición normal de operación
y cada una de las fallas fueron simuladas por un
tiempo de 150 min, introduciendo la falla luego
de transcurridos 50 min. Mediciones de 14 varia-
bles del proceso mostradas en la Tabla 2 fueron
almacenadas cada 5 s, el número de observacio-
nes generadas para cada corrida fue n=1801
para cada una de las variables (m=14).

Se generaron dos conjuntos de datas para
el entrenamiento y la validación. La data de en-
trenamiento consistió en una corrida para el
caso sin falla y para cada una de las 22 fallas.
La data de validación consistió en 10 corridas
para la data sin falla y para cada falla se realiza-
ron 10 corridas donde el tamaño de la falla o
perturbación para los casos 3, 5, 13 y 14 era fijo
y para el resto fue cambiado aleatoriamente en
un porcentaje que variaba entre el 25% al
125%, esto con el fin de probar la capacidad de
generalización del sistema de detección y diag-
nóstico de fallas propuesto. Se realizaron en to-
tal 230 corridas para la validación, resultando
un total de 414.230 puntos para cada variable.
Todas las señales fueron contaminadas con
ruido blanco, con el fin de simular la variabili-
dad presente en un proceso real, la semilla
(seed) del ruido fue cambiada aleatoriamente
para cada corrida.

4. Resultados y Discusión

4.1. Identificación de fallas utilizando
las direcciones de falla en pares
FDA

La identificación de la falla nos permite de-
terminar las variables más relacionadas con la
falla ocurrida, si al aplicar los métodos de diag-
nóstico sólo incluimos estas variables podemos
disminuir el error de clasificación, conclusión
que se muestra en los resultados más adelante.
En la Figura 3 se presenta un ejemplo de la gráfi-
ca de contribución FDA para la falla 8n (cambio
tipo rampa negativo en TF). Como observamos las
variables que tienen una mayor contribución en
el gráfico son la 1 y la 9, lo que desde el punto de
vista del proceso es correcto ya que la variable 9
es precisamente la temperatura TF y la variable 1
es la concentración del reactor CA, que es afecta-
da directamente por la variación de TF. La Figu-
ra 3 muestra también cuales fueron las variables
identificadas para todas las fallas con la data de
entrenamiento, seleccionando únicamente aque-
llas que presentaron una contribución mayor de
0,3.

4.2. Diagnóstico de las fallas utilizando
FDA, GDA y análisis discriminante

Para diagnosticar o clasificar una falla me-
diante las técnicas estadísticas multivariables
estudiadas en este trabajo, es necesario que ésta
se encuentre, previamente, en una base de datos
histórica, correspondiendo ésta a la data de en-
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Figura 2. Proceso del CSTR con control
cascada.
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trenamiento del clasificador. La detección de las
fallas se realizó por medio del estadístico T2 de
Hotelling, que es una técnica ampliamente usada
para el monitoreo de procesos multivariables [1,
3, 7], una descripción matemática detallada se
puede obtener en Chiang et al. [3].

La Tabla 3 muestra el error de clasificación
%ec (porcentaje de corridas que fueron clasifica-

das incorrectamente) y el error de clasificación
individual %eci (porcentaje de las observaciones
de una corrida que fueron clasificados incorrec-
tamente) para las 22 fallas con la data de valida-
ción, aplicando AD, FDA+AD y Wavelet+FDA+AD.
Para aplicar el FDA fue necesario determinar pri-
mero el número de vectores FDA, por medio de
validación cruzada se obtuvo un N=12. Al aplicar
el Análisis Wavelet las señales fueron reducidas
temporalmente utilizando para ello, luego de un
estudio exhaustivo por medio de validación cru-
zada, una Wavelet del tipo Daubechies 3 (db3),
un nivel de descomposición igual a 1 y utilizando
solamente el coeficiente de aproximación (ca)
para formar el vector característico. Al incluir el
FDA junto con el AD se observa como el error de
clasificación disminuye considerablemente de
15% a 10%. El uso de la transformada Wavelet
trae como ventaja una reducción del error de cla-
sificación de 10% a 9,1% y una reducción de 48%
de los datos, siendo este último muy importante
para disminuir el tiempo de cálculo requerido
para realizar la clasificación. Observamos ade-
más en la Tabla 3 que las fallas 7p, 10p-12n, fue-
ron clasificadas incorrectamente en varios de los
casos, lo que justifica el uso de un clasificador no
lineal como el GDA para mejorar el error de
clasificación.

Debido al gasto computacional que requie-
re el método GDA, no es factible realizar la clasifi-
cación de las fallas utilizando todas las posibles
fallas en la data de entrenamiento, por lo que sólo
se clasificó con GDA aquellas fallas que habían
sido clasificadas incorrectamente previamente
con la combinación de Wavelet+FDA+AD. En la
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Tabla 2
Variables medidas del CSTR

Descripción Símbolo

Concentración del reactor CA

Temperatura del reactor T

Temperatura del refrigerante Tc

Nivel del reactor h

Flujo de salida del reactor Q

Flujo del refrigerante QC

Flujo de alimentación del reactor QF

Concentración de alimentación CAF

Temperatura de alimentación TF

Temperatura de alimentación
del refrigerante

TCF

Señal de control de nivel hC

Señal de control de flujo QC

Señal de control de temperatura TC

Señal de control de flujo
de refrigerante

Q CC

1 2 3 4 5 6 7 8 9 10 11 12 13 14
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8
Proceso con Falla 8n

Variables

C
o

n
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u

ci
ó

n
F

D
A

Figura 3. Izquierda: gráfica de contribución FDA para la falla 8n. Derecha: variables identificadas.



Tabla 3 se observa una columna que corresponde
a la falla diagnosticada, de allí se formaron los
subgrupos de fallas a ser clasificados con GDA.
En la Tabla 4 se muestran los 4 subgrupos que
han sido formados. Se comprobó además que el
uso de Selección de Variables (SV) mejora la clasi-
ficación en ambas técnicas FDA y GDA, siendo
ésta realizada por medio de las direcciones de fa-
llas en pares FDA, y seleccionando sólo aquellas
variables que tenían una mayor contribución.
Como se observa en la Tabla 4, el uso de la SV dis-

minuyó el error de clasificación utilizando FDA
de 8,3% a 7,5%. Para el caso del GDA observamos
como el método reduce el error de clasificación a
valores de 7,5% sin Selección de Variables y 5,0%
con Selección de Variables. Para aquellas fallas
que requieren de una segunda clasificación, por
medio de SV+Wavelet+GDA+AD, se obtiene un
error promedio, para las 22 fallas, de 2,7%, valor
que satisface las expectativas del procedimiento
propuesto.
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Tabla 3
Error de clasificación para la data de validación

Falla AD FDA+AD Wavelet+FDA+AD Falla
diagnosticada%ec %eci %ec %eci %ec %eci

1 0 0,0 0 0,1 0 0,0 1

2 0 1,7 0 5,4 0 5,3 2

3 100 100,0 0 23,0 0 37,4 3

4p 0 5,8 0 8,6 0 7,5 4p

4n 0 10,9 10 16,4 0 11,7 4n

5 0 27,4 0 25,3 0 26,8 5

6p 0 4,0 0 5,0 0 3,8 6p

6n 0 2,1 0 2,5 0 1,9 6n

7p 50 48,5 50 47,5 40 47,2 7p-7n

7n 0 8,3 0 11,4 0 12,5 7n

8p 0 19,1 0 13,5 0 17,0 8p

8n 0 8,1 0 7,5 0 7,7 8n

9p 0 14,3 0 22,5 0 22,5 9p

9n 0 3,6 0 5,9 0 4,7 9n

10p 40 47,4 40 42,3 40 43,6 10p-5-13

10n 40 50,4 30 42,8 40 44,7 10n-13

11p 10 11,9 10 13,2 10 13,2 11p-14

11n 30 34,7 30 35,7 30 34,9 11n-14

12p 30 43,8 30 42,1 30 41,3 12p-2

12n 30 31,3 20 29,2 10 27,5 12n-2

13 0 22,1 0 28,4 0 28,1 13

14 0 6,2 0 5,9 0 5,5 14

Promedio 15,0 22,8 10,0 19,7 9,1 20,2



5. Conclusiones

Se mostró la aplicabilidad del Análisis Dis-
criminante Generalizado (GDA), para mejorar el
diagnóstico de las fallas, en aquellos casos donde
técnicas de clasificación lineales tales como el
FDA no presentan buenos resultados. Adicional-
mente, se presentó un nuevo procedimiento para
la detección, identificación y diagnóstico de fa-
llas, que incluye el uso del estadístico Hotelling
para la detección de las fallas, el Análisis Wavelet
para decorrelacionar y reducir la dimensión de la
data.

Los resultados obtenidos en la detección y
diagnóstico de fallas del proceso CSTR, compro-
baron la eficiencia del algoritmo propuesto, al
mejorarse los resultados con errores de clasifica-
ción bajos.
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