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Abstract

This paper introduces Electromagnetic Interference signal classification methods for signals ob-
tained on ribbon cables with different crosstalk configurations. The proposed method comprises two
stages. The first one is a preprocessing stage that applies either Principal Components Analysis (PCA),
Kernel Principal Components Analysis (KPCA) or Independent Components Analysis (ICA) to reduce the
data dimension and, at the same time, to obtain the most relevant information from the raw data. The sec-
ond stage, the classification one, uses Support Vector Machine (SVM) to classify the kind of electromag-
netic coupling. We compare the performance of the different classification structures obtained by combin-
ing a pre-processing method with SVM, namely PCA+SVM, KPCA+SVM, ICA+SVM as well as SVM in the
time domain.

Key words: Electromagnetic interference, principal components analysis, Kernel principal
components analysis, independent components analysis, support vector machine.

Clasificacion de senales de interferencia
electromagnética basada en Kernel

Resumen

En este articulo se propone una herramienta de clasificacion de senales de interferencia electromag-
nética sobre cables planos con distintas configuraciones practicas de acoplamiento. La técnica propuesta
consiste de dos etapas. La primera etapa es un preprocesamiento basado en analisis de componentes
principales (PCA), analisis de componentes principales basado en Kernel (KPCA) o analisis de componen-
tes independientes (ICA) que intenta reducir la dimension de los datos de analisis y extraer a su vez la in-
formacioén mas relevante; para la segunda etapa de clasificacion desarrollada usando maquinas de sopor-
te vectorial (SVM). En este trabajo se realiza un estudio comparativo de los distintos métodos de preproce-
samiento y clasificacion PCA+SVM, KPCA+SVM, ICA+SVMy SVM en el dominio temporal. También se es-
tudia el desempeno de cada una de las técnicas ante ciertas configuraciones practicas de acoplamiento
por induccién.

Palabras clave: Interferencia electromagnética, analisis de componente principales, analisis de

componentes principales basado en Kernel, analisis de componentes independien-
tes, maquinas de soporte vectorial.

1. Introduccion electromagnéticos provenientes de sistemas

electronicos muy cercanos. Estas emisiones de

Es bien conocido que los conductores cap- campos electromagnéticos inducen corrientes y

tan con relativa facilidad emisiones de campos voltajes que se pueden mezclar con senales que
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llevan informacion de interés y que actiian como
senales de ruido de entrada en cualquier disposi-
tivo receptor, causando severas e inexplicables
fallas si los niveles de interferencia exceden el
margen de ruido permitidos por el receptor.

En el analisis de senales de Interferencia
Electromagnética (EMI) la transformada Wavelet
ha sido recientemente utilizada para el diagnosti-
co de fallas en lineas de transmision [1] y para
identificar si el acoplamiento entre conductores
es mas inductivo o capacitivo [2]. Las Redes Neu-
ronales Artificiales, por su parte, han sido utiliza-
das en la identificacion de fuente de campos elec-
tromagnéticos sobre configuraciones de tarjetas
de circuito impreso [3].

En este trabajo se propone la aplicacion de
una técnica basada en maquinas de soporte vec-
torial (SVM, Support Vector Machine) [4, 5] para
clasificacion de senales EMI de tipo inductivo o
capacitivo en conjunto con técnicas de preproce-
samiento basados en analisis de componentes
principales (PCA, Principal Component Analysis)
[6-8], analisis de componentes principales basa-
do en Kernel (KPCA, Kernel Principal Component
Analysis) [9, 10] y analisis de componentes inde-
pendientes (ICA, Independent Component Analy-
sis) [8, 11] para extraccion de caracteristicasy re-
duccion de dimensionalidad [12, 13] de las
senales.

Esencialmente, el método propuesto de cla-
sificacion de senales de Interferencia Electro-
magnética realiza un preprocesamiento de sena-
les basado en extraccion de caracteristicas rele-
vantes y reduccion de dimensioén de la senal per-
turbadora y posteriormente clasifica el tipo de
acoplamiento de Interferencia Electromagnética.
Cabe mencionar que el uso de técnicas de clasifi-
cacion basadas en SVM en el dominio creado por
las transformadas PCA, ICA o KPCA no es nuevo
y ha sido recientemente reportado en Déniz y col.
[14] para reconocimiento de rostros, deteccion de
objetos [15] y extraccion de caracteristicas [16].

2. Interferencia
Electromagnética por Diafonia

En situaciones practicas donde varios con-
ductores comparten la misma trayectoria desde
la instrumentacién ubicada en campo hasta la

sala de control, o en sistemas que utilizan multi-
ples conductores, como por ejemplo el cable pla-
no usado en equipos de computacion, existen
conductores activos transportando pulsos digi-
tales o transiciones logicas a alta velocidad. Di-
chas transiciones inducen senales en conducto-
res no activos cercanos debido al acoplamiento
electromagnético por diafonia. A fin de simplifi-
car el complejo problema de acoplamiento por
diafonia se acostumbra a modelar los conducto-
res como lineas de transmision con tres conduc-
tores paralelos de longitud ¢, tal como se mues-
tra en la Figura 1, donde una fuente de voltaje
Vs(t) con su respectiva resistencia R, se conecta a
una resistencia de carga R; por medio de un con-
ductor denominado generador (conductor agre-
sor) Gy un conductor de referencia O. En esta fi-
gura, un segundo conductor denominado recep-
tor (conductor victima) R interconecta dos termi-
nales resistivos R,y Ry cerrando el lazo a través
del mismo conductor de referencia. Ambos con-
ductores, Gy R, comparten el mismo retorno.

Por el circuito generador circula una co-
rriente I, a lo largo del conductor Gy se presenta
un voltaje V, entre el conductor agresory la refe-
rencia. La corriente y el voltaje asociado al circui-
to generador crean campos electromagnéticos
que se acoplan al circuito receptor induciendo
voltajes V. () y Vi (1) en los terminales Ry, y Ry
del circuito receptor [17].

Debido al efecto de las tensiones y corrien-
tes inducidas se define el acoplamiento por diafo-
nia como la superposicion de dos componentes,
una debida a la inductancia mutua entre los dos
circuitos (acoplamiento inductivo) y la otra debi-
do ala capacitancia mutua entre los dos circuitos
(acoplamiento capacitivo), asi el voltaje en los ex-
tremos del circuito receptor viene dado por [17]:

Ry ! L+
Ry + Ry Rg+ R, ™
RNERFE RL C dVS(t) —
Ry +Rpp Rg+ R, ™) dt
Cap dVS(t)

(Ml + M) =22 M

Ve =

donde L, y C,, son la inductancia mutua total y
capacitancia mutua total respectivamente, que
se obtienen al multiplicar sus respectivos para-
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Figura 1. Linea de transmision de tres
conductores.

metros por unidad de longitud por la longitud de
la linea de transmision, y My, = M7 + M es de-
finido como el coeficiente de transferencia de aco-
plamiento electromagneético.

Del circuito de la Figura 1 y de la Ecua-
cion (1) se espera que la componente del acopla-
miento inductivo domine a la componente de
acoplamiento capacitivo para bajas impedancias
de carga R, (altas corrientes, bajos voltajes) y que
la componente de acoplamiento capacitivo domi-
ne a la componente de acoplamiento inductivo
para altas impedancias de carga R, (bajas co-
rrientes, altos voltajes).

En general, especificaciones que permitan
caracterizar lineas de transmision y por ende
permitan definir el tipo de acoplamiento inducti-
vo o capacitivo presente en la linea son poco co-
nocidos, por tal motivo se hace necesario recurrir
a técnicas de analisis de sefiales que permitan
determinar el tipo de acoplamiento predominan-
te para posteriormente usar la técnica apropiada
de mitigacion de EMI.

3. Extraccion de Caracteristicas
y Reduccion de Dimensionalidad
de las Senales

En ambientes electromagnéticos donde el
funcionamiento de equipos electronicos produ-
cen efectos perturbadores sobre otros equipos, es
necesario realizar una correcta y oportuna iden-
tificacion de las fuentes de interferencia electro-
magnética. Dicha identificacion requiere en prin-
cipio de un preprocesamiento basado en extrac-
cién de caracteristicas de las sefales en estudio,
un mecanismo de reduccion de dimensionalidad
y finalmente un reconocimiento de patrones que

permita identificar el tipo de acoplamiento de
interferencia electromagnética.

Entre las técnicas empleadas en este traba-
jo para preprocesamiento de los datos de acopla-
miento por diafonia se encuentran: Analisis de
componentes principales (PCA), analisis de com-
ponentes principales basado en Kernel (KPCA) y
analisis de componentes independientes (ICA),
mientras que para la clasificacion de los tipos de
acoplamiento de EMI las maquinas de soporte
vectorial (SVM) son usadas debido a que han
dado resultados superiores a las redes neurona-
les en problemas complejos de clasificacion [18].

3.1. Analisis de componentes
principales (PCA)

Dado el conjunto de vectores de entrada
X =[x, X5 X5 ..., %3] | x; € R" definido a partir de
las senales acopladas de forma electromagnética
al circuito receptor de la Figura 1, PCA transfor-
ma linealmente cada uno de los vectores de en-
trada en nuevos vectores denominados compo-
nentes principales [7], de la forma

Yy=UX, 2)

donde U es una matriz ortogonal de dimension n
x n formada por los autovectores de la matriz de

1 on
covarianza muestreal C = 72 xx,. En la
N =111

i _ 208
Ecuacion (2), Y = [y;.U,.Ys.-.., Yyl con y;, € R" son
los nuevos vectores, caracterizados por tener
componentes descorrelacionadas.

En general, PCA resuelve el problema de
autovalores

A, =Cu, V¥V i=1.2,..,n, (3)

donde 4, es uno de los autovalores de Cy u, € R"es
el correspondiente auto vector. Debido al carac-
ter unitario de la transformada, los autovalores
obtenidos representan la energia de las senales
de entrada de interferencia electromagnéticay en
general son ordenados en forma creciente
Ap<Apq " <Ag<Ay <Ay, 4)
donde >A,=100% de la energia de las senales ori-
ginales.

Rev. Téc. Ing. Univ. Zulia. Vol. 30, No. 1, 2007



36

Luzardo y col.

PCA tiene la propiedad de compactar ener-
gla en pocas componentes, de esta manera, la
idea central en PCA radica en reducir la dimen-
sion del conjunto de vectores de entrada minimi-
zando la pérdida de informacion. Por consiguien-
te, de Y = [y,.U,.Ys.....Uy]l se toman solo las m
Componentes Principales, donde m se escoge
apropiadamente (1 < m =< N) usando criterios
como: retener componentes principales que ex-
pliquen mas varianza que cualquier variable ori-
ginal tipificada, retener un namero fijo de compo-
nentes principales manteniendo un cierto por-
centaje de energia de la senial original [6] o deter-
minar un numero de componentes tal que se pro-
duzcan un error minimo en un proceso de entre-
namiento o validacion.

3.2. Anailisis de componentes
principales no lineal basado en Kernel
(KPCA, Kernel Principal Component
Analysis)

El objetivo del método PCA no lineal es reali-
zar una transformacion de los vectores de entrada
X;aun espacio caracteristico de alta dimensién ®

O:R" - R"|z = ®(x,) , (5)

con h> n, para luego determinar PCA lineal en el
nuevo espacio caracteristico [9]. Asi, el interés del
analisis de componentes principales basado en
Kernel es calcular PCA lineal en un dominio dife-
rente al dominio original de entrada donde las va-
riables o caracteristicas estan relacionadas no li-
nealmente con el espacio de entrada por medio de
una herramienta matematica denominada Ker-
nel[10]. En general, la funcion Kernel es una he-
rramienta util para calcular el producto punto
(<I>(xl.)-CI>()9)> en espacios de alta dimension, con lo
cual la transformacién de x;a ®(x;) queda implici-
ta en dicha funcion.

De esta manera, el problema de KPCA se
traduce en resolver el problema de autovalores de
la matriz Kernel

K=kx,x) V i=12,..N j=12..N (6)

y realizar la transformada PCA con los autovecto-
res obtenidos a partir de K. La Tabla 1 especifica al-
gunos ejemplos de Kernel comunmente usados [4].

Similar a PCA, en KPCA también se puede
reducir la dimension de los datos de entrada, en
este caso, considerando solamente los autovalo-
res mas elevados y por ende los correspondientes
autovectores ya que el criterio de energia utiliza-
do en PCA para reducir dimension no es valido en
KPCA, dado que dicha transformacion, por su ca-
racter no lineal, es no unitaria.

3.3. Analisis de componentes
independientes (ICA, Independent
Component Analysis)

El analisis de componentes independientes
fue desarrollado inicialmente para separacion
ciega de componentes (blind source separation -
BSS) y mas recientemente ha sido utilizado, al
igual que PCAy KPCA, para extraccion de carac-
teristicas [13]. ICA es una técnica que recobra un
conjunto de sefiales independientes S a partir del
conjunto de senales medidas X.

S=WX, (7)

donde S = [s,,5,,55....,Sy], S; € R"y Xla matriz de
datos de entrada.

Esta técnica no produce componentes des-
correlacionadas, como es el caso de PCA, sino
crea componentes con independencia estadisti-
ca. El analisis de componentes independientes
equivale a forzar que las componentes resultan-
tes del proceso de transformacion no presenten
distribucion gaussiana. Las componentes inde-
pendientes son calculadas optimizando medidas
de no gaussianidad por medio de métodos como
Curtosis, Negentropia o aproximaciéon de la Ne-
gentropia [11].

En general, la informacion mutua es usada
como criterio para estimar s; como medida natu-

Tabla 1
Funciones Kernel mas comunes
Kernel Lineal Polinomial Sigmoide RBF ERBF Multicuadratica
inversa
k(x,x;) (x-x) (x x)+0)% tanh(c(x, - x )+6) 2 e = x H (I, = x ;|*+c?)1/?
i i i i =X —x; i J i J
P P
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ral de independencia entre variables aleatorias
[8]. Asi, minimizar la informacion mutua entre
componentes corresponde a maximizar su ne-
gentropia. Sin embargo maximizar la negentro-
pia directamente es complejo de conseguir, por
tanto se recurre a maximizar la aproximacion de
la negentropia, la cual esta definida como:

N
Jw) = Y k,[media(G{s)) - media(G(I)* | r € R"

i=1

(8)

donde G(s) es alguna funcién no cuadratica, res
un vector cuyas componentes sigue una distri-
bucién gaussiana de media cero y varianza uni-
taria, k; es un valor constante y w, la i-ésima fila
de la matriz de separacion W.

El algoritmo desarrollado en Oursland y
col. [11] y usado en este trabajo, maximiza J(w)
estimando w, por

Wpe] = media(x . G’(ng)) -

media( x - G(w] x))w, 9)

hasta que w'w converjaa 1. En la Ecuacion (9), G’
y G’ son la primera y segunda derivada de la fun-
cion G respectivamente. Previo a maximizar la
aproximacion de la negentropia es necesario que
los vectores de entrada sean blanqueados, es de-
cir que sus nuevas componentes sean descorre-
lacionadas y su varianza sea igual a la unidad. El
hecho de descorrelacionar componentes implica
usar PCA. Al usar PCA se pueden reducir la di-
mension de los datos en ICA utilizando los mis-
mos criterios de energia.

4. Clasificacion de Senales
mediante Maquinas de Soporte
Vectorial

4.1. Maquinas de soporte vectorial
(SVM, Support Vector Machine)

Las maquinas de soporte vectorial son ma-
quinas de aprendizaje supervisado basados en la
teoria de aprendizaje usados en reconocimiento
de patrones y en regresion lineal. En este trabajo,
SVM considera el problema de clasificacion bina-
ria dado por un conjunto de datos de entrena-
miento de la forma

(x.U), (X0.Ug).eoes (iUy) | X, € RY, Yy, € {+1, -1}
(10)

donde los x; son patrones n-dimensional debida-
mente etiquetados y pertenecientes a la clase y;.
El objetivo es construir un clasificador binario o
encontrar una funcion de decision, a partir de las
muestras de entrenamiento, que genere peque-
nos errores de clasificacion para muestras desco-
nocidas.

4.2. Maquinas de soporte vectorial.
Caso linealmente separable

Las SVMs estan basadas en las clases de hi-
perplanos separadores de la forma

(W' +b=0| weR,beR, (11)

donde w denota los vectores normales a cada hi-
perplanoy suele denominarse vector de pondera-
ciony b define el umbral de decisién y suele deno-
minarse sesgo (bias).

El problema de clasificacion se reduce asi a
un problema de optimizacion dado por

1
minimizar 5 el (12)

sujeto a: y, ((wT'xl.) +b)=11i=1,2,...,N, (13)

donde |lw| denota la norma euclidiana de w. Asi, el
hiperplano 6ptimo puede ser calculado resolvien-
do un problema de optimizacion convexo el cual
minimiza una funcion cuadratica bajo restriccio-
nes de desigualdades lineales. La minimizacion
de la Ecuacion (12) sujeto a las restricciones de la
Ecuacion (13) se resuelve con la introduccion de
multiplicadores de Lagrange o,

1 N
L(w.b.o) = Juwl* N a,(y (" - x,)+ b) —1), (14)
i=1

donde o, € R y L(w,b,a) es minimizada con res-
pecto a las variables principales wy b, y maximi-
zada con respecto a la variable dual o,. Por consi-
guiente, el vector w es una combinacion lineal de
los vectores de entrenamiento, es decir, la solu-
cion es un resultado tnico globalmente optimiza-
do, que presenta la siguiente propiedad
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B i 15 Laidea de SVM con margen blando es intro-
w= bt X (15) ducir variables de holgura (£), que permitan a la

asi para los o, > O los correspondientes x; son lla-
mados vectores de soporte. Otra propiedad de hi-
perplano clasificadores que necesita ser enfatiza-
da es que tanto el problema de optimizacion (usa-
do para encontrar el hiperplano 6ptimo) como la
funcion de decision (usado para clasificacion de
vectores) pueden ser expresados en forma dual,
por medio de productos punto entre vectores, es
decir [5]:

N
f(x) =sgn Eyia,<xT ‘xi>+b , (16)
i=1

donde sgn(-) es la funcién signo.

4.3. Maquinas de soporte vectorial.
Caso linealmente no separable

Para el caso linealmente no separable, SVM
ejecuta una transformacion no lineal de los vec-
tores de entrada x; a un espacio caracteristico de
mayor dimension, donde dicha transformacion
es determinada por la funciéon Kernel.

Por consiguiente, la funcion de decision no
lineal que generaliza la clasificacion a problemas
no lineales puede ser expresada en términos de la
funcién Kernel mediante

N
flx) = sgn(z yea kel x, x;) + b) , (17)

i=1

donde k(x,x) es la funcion Kernel. De acuerdo a
los diferentes problemas de clasificacion, las fun-
ciones Kernel de la Tabla 1 pueden ser seleccio-
nadas para obtener resultados 6ptimos de clasifi-
cacion.

4.4. SVM con margen blando
(soft margin SVM)

En la practica un hiperplano separador 6p-
timo puede no existir, es decir, no siempre es po-
sible encontrar una transformacion de los datos
que permita separarlos linealmente, por ejemplo
altos niveles de ruido pueden causar solapa-
miento de las clases, ya sea en el espacio de en-
trada o en el espacio caracteristico inducido por
alguna funcion Kernel.

SVM poder modelar de forma mucho mas robus-
ta. La formulacion habitual de la SVM con mar-
gen blando [7] puede ser expresada a partir de:

1 N
minimizarEHsz +CYE
i=1
sujeto a:
yi((w‘xi)+b) = 1_51‘ ’ ‘Si 20,1=12..,N (18)

donde C es un parametro de aprendizaje, estric-
tamente positivo, que determina la holgura del
margen blando y que establece las variables de
holgura diferente de cero.

Similarmente, el problema de clasificacion
se reduce a resolver un problema de optimizacion
(solucion de la Ecuacion (18)) donde el objetivo es
determinar w, by «a, (con la adicional restriccion
de O< a,< C) para un conjunto de datos de entre-
namiento X,X,....,Xy. Posteriormente, para un
vector de entrada desconocido (patréon a clasifi-
car) el clasificador se reduce finalmente a evaluar
la Ecuacion (17).

Brevemente revisadas algunas técnicas
usadas como preprocesamiento para extraccion
de caracteristicas y reducciéon de dimensionali-
dad asi como de clasificacion, se define, en la si-
guiente seccion, configuraciones practicas para
adquirir sefniales de estudio de Interferencia Elec-
tromagnética, luego se procede a la aplicacion de
cada una de las técnicas de preprocesamiento y
clasificacion antes descritas sobre datos reales
adquiridos.

5. Senales de Estudio de
Interferencia Electromagnética

En esta investigacion, las sefiales de estu-
dio se obtienen por medio de configuraciones fisi-
cas de lineas de transmision de tres conductores
construidas sobre cables planos comunmente
usados en equipos de computacion. La Figura 2
muestra las configuraciones practicas comun-
mente utilizadas, donde el conductor (1) es el ge-
nerador de interferencia y el conductor (2) es el
receptor. Ambos conductores comparten un re-
torno comun, R, (tierra). Las senales de interfe-
rencia son las que se manifiestan en el conductor
(2) y son objeto de estudio posterior.
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Figura 2. Configuraciones practicas para una linea de transmision de tres conductores.

La Figura 2(a) muestra la configuracion
mas desfavorable de acoplamiento de una linea
de transmision de tres conductores. Aqui se utili-
za el conductor de retorno, R, alejado del conduc-
tor generador de interferencia, observandose un
acoplamiento capacitivo mayor debido al acerca-
miento entre los conductores, y acoplamiento in-
ductivo debido al area elevada del lazo de corrien-
te agresor [17]. La Figura 2(b) muestra una confi-
guracion que es usada para atenuar acoplamien-
to por diafonia, al separar el conductor generador
de interferencia y el conductor receptor por me-
dio del conductor de retorno. Aqui se ha dismi-
nuido el area del lazo de corriente agresor, dismi-
nuyéndose asi el acoplamiento inductivo. La Fi-
gura 2(c) muestra la configuracion mas usada en
la practica para atenuacion de voltajes acoplados
electromagnéticamente. Esta configuracion utili-
za como retorno, un plano de tierra, diferente de
las configuraciones 2(a) y 2(b) que utilizan un
conductor como retorno. Dicho plano de tierra
ofrece una impedancia mucho menor que los ca-
sos anteriores y como consecuencia una dismi-
nucioén de los respectivos acoplamientos [17].

Normalmente se hace necesario computar
valores de parametros por unidad de longitud so-
bre configuraciones practicas de lineas de trans-
mision que permitan definir el tipo de acopla-
miento predominante inductivo o capacitivo. En
general, dichos parametros no son todos conoci-
dos con seguridad, y por tanto, no se puede esta-
blecer con certeza el tipo de acoplamiento que

predomina. Hyodtyniemi [18] presenta valores de
parametros por unidad de longitud para cada
configuraciéon de la Figura 2, asi como valores de
inductancia mutua total y capacitancia mutua
total para una linea de transmision de 1,5 m de
longitud.

Regresando a la Ecuacion (1), del coeficien-
te de transferencia de  acoplamiento
My, = M+ MG¥ se define, a efectos practicos,

una relacion de acoplamiento, cr, como el cocien-
te entre el coeficiente de acoplamiento debido al

efecto inductivo y el coeficiente de acoplamiento

Ind
NE
Cap
NE

debido al efecto capacitivo (cr = . Estarela-

cion de acoplamiento cr permite establecer un
criterio propio para la seleccion de valores de la
resistencia de carga que determine la contribu-
cion de cada componente de acoplamiento. Dicho
criterio es establecido empiricamente para valo-
res de resistencia de carga donde la relacion de
acoplamiento cr es mayor que 3.0 o menor que
1/3. Esto permite separar ambas clases de aco-
plamiento, facilitando posteriormente el proceso
de entrenamiento de los clasificadores basado en
Kernel (SVM).

Asimismo, en Hy6tyniemi [18] se puede en-
contrar una tabla de valores de resistencia de
carga a usar en cada una de las configuraciones
practicas, para generar cada uno de los tipos de
acoplamiento de diafonia sobre la linea de trans-
mision en la adquisicion de los datos.
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6. Generacion de Seiales
Diafonia para Identificacion y
Clasificacion de Seinales EMI

En este trabajo, el analisis y clasificacion de
senales de Interferencia Electromagnética, es he-
cho a senales reales adquiridas en el dominio
temporal mediante un osciloscopio digital de alta
resolucion.

La Figura 3 muestra la conexion practica
parala adquisicion de los datos concerniente a la
configuracion a, by cde la Figura 2. En dicha co-
nexion se considera principalmente el cable pla-
no como linea de transmisioén y un tren de pulsos
como fuente de excitacion V() con niveles de ten-
sion de 0y 5Vy frecuencia de trabajo de 1 MHz.

Las Figuras 4(a) y 4(b) muestran las sefiales
de acoplamiento por diafonia de tipo predomi-
nantemente inductivo y predominantemente ca-
pacitivo, respectivamente, capturadas a partir de
la configuracion de la Figura 2(a). Estas figuras
muestran la gran similitud que tienen dichas se-
nales resultando dificil, por no decir imposible,
clasificar determinadas muestras mediante sim-
ple inspeccion visual.

La Figura 5 muestra la densidad espectral
de frecuencias de cada una de las sefales de la
Figura 4, obtenido usando la funcion psd de Mat-
lab. Nuevamente se observa que ambas senales
relacionadas con los dos tipos de acoplamiento
(inductivo y capacitivo) presentan similares com-
ponentes de frecuencia.

(a) Acoplamineto Inductivo

Figura 3. Conexion para la adquisicion
de datos.

El conjunto de datos de diafonia, para apli-
car técnicas de identificacion y clasificacion, con-
siste de un total de 720 vectores para entrena-
miento y 400 observaciones para validacion y
400 para prueba. Los vectores de entrenamiento,
validacion y prueba se generan a partir de sena-
les capturadas en el dominio temporal. Inicial-
mente se registran 60 senales sobre una ventana
fija de adquisicion, 30 por cada clase. De las 30
senales, se seleccionan 20 aleatoriamente para
entrenamiento y validacion y las 10 restantes
para prueba. Cada senal capturada es una se-
cuencia de 1000 puntos. De cada senal se esco-
gen aleatoriamente grupos de vectores de 250
muestras de longitud' evitando asi que la confi-
guracion del dispositivo de captura genere siem-
pre la misma secuencia fija y por tanto se aleje de

(b) Acoplamineto Capacitivo

-0.5

Puntos muestreados

0 100 200 300 400 500 600 700 800 900 1000

05 i i i i i i i i i
0 100 200 300 400 500 600 700 800 900 1000
Puntos muestreados

Figura 4. Senales reales de acoplamiento muestreadas a 500 MHz. Configuracion Figura 2(a).

1 La longitud minima de cada observacion de entrada (vector de entrenamiento) es fijada mediante ensayo y error
en 250 muestras. En general, longitudes menores que 250 no capturan completamente el comportamiento dina-
mico de los datos y hacen que todos los clasificadores fallen mientras que longitudes mayores a 250 muestras
presentan informacion original redundante que conduce a un elevado tiempo de cémputo.
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Figura 5. Espectro de frecuencia de las senales de la Figura 4.

una situacion mas realista de operacion. El total
de vectores para entrenamiento se forma por la
unioén de los grupos de vectores obtenidos por
cada senal.

El entrenamiento del clasificador se lleva a
cabo inicialmente con 80 vectores de entrena-
miento y posteriormente se va incrementando
hasta alcanzar un total de 720.

En la etapa de preprocesamiento (extrac-
cion de caracteristicas y reduccion de dimen-
sion), el algoritmo PCA se desarrolla en codigo
Matlab® seguin Hyotyniemi [19]. El algoritmo
KPCA también se desarrolla en Matlab® a partir
de Scholkopfy col. [9, 10]. La funcién Kernel utili-
zada en el algoritmo KPCA es la funcion de base
radial (RBF) de la Tabla 1 ya que permite obtener
el mejor rendimiento. El mejor valor de o, selec-
cionado mediante ensayo y error es 1. La imple-
mentacion del preprocesamiento ICA se define en
base al algoritmo my_ica desarrollado en Ours-
land y col. [11] el cual estima la no gaussianidad
a través de la aproximacion de la Negentropia.

En la implementacion de las técnicas PCA,
KPCA e ICA, uno de los problemas es encontrar el
numero 6ptimo de componentes principales. El
criterio utilizado para seleccionar componentes
principales esta basado en el criterio de energia
retenida. Por ejemplo, Antonini y Orlandi [2] to-
man el 80% de la energia retenida por los coefi-
cientes de descomposicion Wavelet Packet que
luego sirve de entrada al clasificador. En este tra-
bajo, las componentes principales seleccionadas
para PCA e ICA quedaron determinadas por los

autovalores que retienen el 95% de la energia to-
tal de la senal de entrada. Dicho procedimiento
fue establecido mediante ensayo y error, desde
un total de componentes (100% de la energia)
hasta un valor (95%) en el cual no se producen di-
ferencia notables sobre el error de clasificacion y
se reduce apreciablemente la dimension de los
datos de entrada de 250 a 80y, por ende, el tiem-
po de computo.

Para el caso de KPCA, las componentes en
el espacio caracteristico fueron seleccionadas
mediante prueba y error, desde un total de com-
ponentes hasta so6lo aquellas componentes cuyo
autovalor en el espacio caracteristico fuese ma-
yor a la unidad, resultando asi una reduccion de
dimension de los vectores de 250 a 180.

En la etapa de clasificacion, el algoritmo de
SVM es implementado en Matlab® segiin Gunn
[5]. La funcion RBFes usada como funcion Kernel
para la SVM. Los valores 6ptimos de los parame-
tros de ajuste fueron determinados mediante en-
sayo y error obteniéndose o =1y C= 1.

7. Analisis y Discusion
de Resultados

Definido cada uno de los parametros de
ajuste de las técnicas de preprocesamiento y cla-
sificacion, se aplican cada una de las técnicas
descritas sobre datos adquiridos usando las con-
figuraciones practicas de la Figura 2.

A fin de comparar el desempeno de las mul-
tiples técnicas de preprocesamiento, los resulta-
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dos obtenidos en el proceso de clasificacion me-
diante SVM usando los vectores de entrada en el
dominio temporal (datos crudos + SVM), usando
luego componentes independientes como método
de extraccion de caracteristicas (ICA + SVM), se-
guidamente, componentes principales (PCA +
SVM) y posteriormente, extraccion de caracteris-
ticas con Kernel PCA (KPCA + SVM) son mostra-
dos en la Figura 6. Las Figuras 6(a) y 6(b) mues-
tran graficas de error porcentual de clasificaciéon,
en el proceso de validacion y prueba respectiva-
mente, en funcion del namero de vectores de en-
trenamiento para la configuraciéon de la Figu-
ra 2(a). En la Figura 6 se observa como el prepro-
cesamiento PCA (extraccion de caracteristicas y
reduccién de dimensionalidad) produce mejores
resultados en la clasificacion con pocas muestras
de entrenamiento. Se observa ademas la poten-
cialidad del clasificador ya que al realizar clasifi-
cacion directamente sobre los datos de entrada,
denotado en las graficas como SVM(t), genera un
error de clasificacion bastante aproximado a la
clasificacion usando PCA + SVM, pero con la des-
ventaja de requerir un tiempo de entrenamiento
relativamente alto debido a la dimension de los
datos (n = 250).

En la Figura 6 también se observa una me-
jor clasificacién en el procedimiento PCA + SVM
que en el procedimiento ICA + SVM. Se observa
como la clasificacion KPCA + SVM es poco confia-
ble para pocas muestras de entrenamiento pero
mejora sus resultados de clasificacion a medida
que aumentan las muestras de entrenamiento, a

Observaciones de Validacion: 400 vectores

: « e SUM(Y)
: = ICA |7
: + emm PCA
: s KPCA | ]
.......... SN\ N
: N _
N
............................................ DN
o i ; i T4 mm ni e :
0 100 200 300 400 500 600 700 800

Vectores de Entrenamiento

Error (%)

tal punto de obtener una perfecta clasificacion.
El analisis KPCA presenta la desventaja de utili-
zar mayor tiempo de calculo. Sin embargo, simi-
lar al procesamiento PCA+SVM, se obtienen cla-
sificacion perfecta aproximadamente para la
misma cantidad de vectores de entrenamiento.

Para mostrar el desempeno de clasificacion
de cada una de las técnicas, se adquieren datos de
las disposiciones practicas de la Figura 2(byc). La
Figura 7 presenta el error porcentual de clasifica-
cion para los vectores de prueba en funcion del
numero de muestras de entrenamiento para las
disposiciones practicas de la Figura 2(b y ¢).

Sobre datos provenientes de la disposicion
de la Figura 2(b), la Figura 7(a) muestra nueva-
mente como el preprocesamiento PCA como en-
trada al clasificador SVM genera mejores resulta-
dos de clasificacion comparado con el preproce-
samiento ICA a medida que aumentan los vecto-
res de entrenamiento. Analogo a la clasificacion
hecha para la configuracion de la Figura 2(a),
KPCA+SVM también clasifica perfectamente em-
pleando aproximadamente la misma cantidad de
vectores de entrenamiento, pero empleando un
elevado tiempo de computo.

Con los resultados obtenidos se determina
que con sélo remover la informacion estadistica
de segundo orden [6, 8] (relacionada con la ma-
triz de covarianza, PCA) es suficiente para poder
establecer una buena clasificacion sobre confi-
guraciones que usan un conductor como retor-
no. Ademas, aun cuando ICA maneja mayor or-

Observaciones de Prueba: 400 vectores

50

: : = e SVM(t)

\ : - CA |7
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Figura 6. Error de prueba y validaciéon. Configuracion 2(a). Observaciones muestreadas a 500 MHz.
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Observaciones de Prueba: 400 vectores

= e SVM(t)
= |ICA |7
= em= PCA
e KPCA ||

Error (%)
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Observaciones de Prueba: 400 vectores
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Figura7.Errordeprue ba.(a)Con figuracion2(b).(b)Con figuracién2(c).Mues treoa500MHz.

den de informacion de los datos que PCA a través
de la Negentropia [8], el hecho de estimar no
gaussianidad distorsiona los datos que sirven de
entrada a la SVM desmejorando considerable-
mente la clasificacion. Por su parte, el analisis
KPCA maneja mayor orden de informacion [9, 10]
que PCA e ICA y ademas remueve correlacion de
los datos en un espacio de mayor dimension; por
tanto es esperado que el procesamiento realice
buena clasificacién cuando se proporcionan sufi-
cientes datos de entrenamiento.

La Figura 7(b) muestra los resultados de
clasificacion para senales reales del tipo linea de
transmision con plano de referencia (véase Figu-
ra 2(c)). En esta figura se observa como cambia el
rendimiento de algunos clasificadores. En este
tipo de configuracion se generan datos que no
presentan una gran autocorrelacion temporal
tanto en el acoplamiento de tipo predominante-
mente inductivo como en el de capacitivo, ya que
el procesamiento PCA+SVM no produce un rendi-
miento satisfactorio, por el contrario, genera un
error de clasificacion alrededor del 15% para 720
vectores de entrenamiento. Asimismo, el clasifi-
cador como tal, sin previo procesamiento de da-
tos (datos crudos + SVM), también genera un
error de clasificacion de senales de acoplamiento
de diafonia relativamente altos, aproximada-
mente del 15%. Para la configuracion con plano
de referencia, se establecen los datos c6mo esta-
disticamente independientes ya que el error de
clasificacion generado por el procesamiento ICA
+ SVM disminuye significativamente. Para un to-

tal de 720 muestras, el procesamiento ICA + SVM
nunca alcanza la clasificacion perfecta pero me-
jora considerablemente la clasificacion en com-
paracion con el procesamiento PCA + SVM. Simi-
lar a la clasificacion de senales sobre lineas de
transmision con conductor de referencia, el pro-
cesamiento KPCA + SVM mantiene su comporta-
miento propio, es decir, sigue siendo poco confia-
ble para pocas muestras en el entrenamiento
pero mejora notablemente la clasificacion, a tal
punto de obtener clasificacion perfecta cuando el
numero de vectores de entrenamiento supera los
550. Esta cantidad de muestras es menor, inclu-
sive, que las requeridas por PCA+SVM en el pro-
ceso de clasificacion sobre las configuraciones
que usan conductor como referencia.

Con el analisis hecho, se establece que el
unico tratamiento de senales confiable que gene-
ra resultados de clasificacion seguros, indepen-
diente de la correlaciéon temporal que presenten
los datos de acoplamiento o de la configuracion
practica que se defina, es el procesamiento
KPCA+SVM. Este resultado es de esperar pues,
como se menciono anteriormente, KPCA maneja
mayor orden de informacioén que PCA e ICA.

Cabe mencionar que el procedimiento de
adquisicion de senales sobre cada una de las
configuraciones de la Figura 2 fue realizado en
repetidas ocasiones a diferentes condiciones de
temperatura y humedad y a frecuencias de mues-
treo del equipo de adquisiciéon de 200 MHz y 500
MHz, obteniéndose resultados similares.
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Figura 8. (a) Error de validacion y (b) Error de prueba en la generalizacion del clasificador.

Para concluir, se realiza un analisis de la
capacidad de generalizacion de las diferentes téc-
nicas de preprocesamiento y clasificacion. La
idea se desarrolla estableciendo un universo de
vectores de entrada para el proceso de entrena-
miento formado por datos provenientes de cada
una de las configuraciones de la Figura 2; poste-
riormente se desea observar el desemperio del
clasificador KPCA+SVM ante datos desconoci-
dos, derivados de cualquiera de las disposiciones
practicas utilizadas en el entrenamiento. En la
Figura 8 se muestra el error de validacion y prue-
ba para la generalizacion del clasificador. En esta
figura se observa como disminuye el desempeno
de clasificacion con cada una de las técnicas de
preprocesamiento. Para esta ultima prueba, ya
no se obtiene una correcta clasificacion utilizan-
do KPCA + SVM; sino errores de clasificacion alre-
dedor del 30%, pero se observa una disminucion
consistente del error porcentual de clasificacion
al incrementarse el numero de muestras de en-
trenamiento, repercutiendo asi en el tiempo utili-
zado durante el entrenamiento. Se observa asi,
que el entrenar con todas las configuraciones a la
vez no conduce a resultados aceptables.

8. Conclusiones

En este trabajo se ha investigado el proble-
ma de clasificacion de senales de interferencia
electromagnética por acoplamiento de diafonia
de tipo inductivo y de tipo capacitivo. En el anali-
sis de senales EMI se observa que el tnico trata-

miento de senales que genera buenos resultados
de clasificacion acerca del tipo de acoplamiento
inductivo o capacitivo e independiente de la con-
figuracion practica es el procesamiento KPCA +
SVM. La razoén de estos resultados se atribuye al
hecho de que el preprocesamiento KPCA puede
explorar mas alto orden de informacion que ICA
(Negentropia) y que PCA (informacion de segundo
orden - matriz de covarianza), como entrada al
SVM. La desventaja que presenta es el elevado
tiempo de computo utilizado para el entrena-
miento.
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