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Resumen

Importantes industrias en el mundo emplean herramientas computacionales para optimi-
zar sus procesos productivos y construir disefios altamente eficientes que involucran funcio-
nes objetivo multimodales de alto costo computacional. Para resolver este tipo de problema se
ha propuesto un algoritmo de optimizacion global bayesiana denominado EGO (Efficient Global
Optimization) que se caracteriza por una sélida fundamentacion teérica y por requerir muy po-
cas evaluaciones de la funcion objetivo, pero que -al mismo tiempo- presenta debilidades im-
portantes: 1) supone que la funcién objetivo es estacionaria, lo cual puede conducir a resulta-
dos erroneos ya que existen muchos problemas de optimizacion donde no es posible garantizar
dicha condicion, 2) su propia naturaleza lleva a trabajar con matrices de correlacion mal condi-
cionadas y 3) la estimacion del modelo DACE en cada iteracion influye negativamente en el
tiempo de ejecucion. Para superar las debilidades antes senaladas este trabajo propone un
nuevo algoritmo inspirado en EGO; presenta tres variantes del algoritmo (XEGO, REGO y
NEGO) y compara su desempernio frente al programa SPACE (una implementacion de EGO de-
sarrollada en C++).

Palabras clave: Algoritmo EGO; funciones de alto costo computacional; modelo DACE;

optimizacion global eficiente.

Efficient global optimization algorithm with additive
and coupled model

Abstract

Important industries in the world use computational tools to optimize their production
processes and create highly optimized designs that involve multimodal and computationally
expensive objective functions. To solve this kind of problem a bayesian global optimization
algorithm, called EGO (Efficient Global Optimization), has been proposed. EGO is charac-
terized by solid theoretic foundations and to require very few evaluations of the objective
function; however, it presents important weaknesses: 1) EGO supposes that the objective
function is stationary, which may lead to erroneous results since there are many optimiza-
tion problems that cannot guarantee this condition, 2) its own nature makes it work with
I1l1-conditioned matrices, and 3) DACE model estimation in each iteration affects its execu-

*  Autor para la correspondencia. TeleFax: 58-261-7598411. E-mail: juancol@ica.luz.ve

Scientific Journal from the Experimental Faculty of Sciences,
at La Universidad del Zulia Volume 13 N° 2, April-June 2005



194 Algoritmo de optimizacion global eficiente con modelo aditivo acoplado

tion time. This work proposes a new algorithm, inspired by EGO, to overcome the aforemen-
tioned weaknesses, presents three variants of the algorithm (XEGO, REGO and NEGO), and
compares the performance of these variants and the program SPACE (an EGO implementation

developed in C++).

Key words: Computationally expensive functions; DACE model; efficient global

optimization; EGO algorithm.

1. Introduccion

En importantes industrias como la pe-
trolera, automotriz, aeroespacial y semicon-
ductores, debido a la alta complejidad de sus
procesos de produccion y a las presiones
competitivas, ha crecido la necesidad de em-
plear herramientas computacionales para la
optimizacion de procesos productivos y la
creacion de disefnos sofisticados e innovado-
res altamente eficientes; tales herramientas
facilitan la exploracion de alternativas y re-
ducen la necesidad de construir prototipos.
Como estos problemas de optimizacion, con
frecuencia, involucran funciones objetivo
multimodales implementadas mediante mo-
delos de simulacion de alto costo computa-
cional, se han realizado importantes esfuer-
zos de investigacion para desarrollar algorit-
mos de optimizacion global que requieran
pocas evaluaciones de la funcién objetivo.

EGO (Efficient Global Optimization) (1)
es un algoritmo de optimizacion global baye-
siana caracterizado por una sélida funda-
mentacion tedrica y por ser altamente efi-
ciente en términos de la cantidad requerida
de evaluaciones de la funcién objetivo. Em-
plea el modelo DACE (2) para el ajuste suce-
sivo de superficies de aproximacion y utiliza
una figura de mérito para guiar el proceso de
busqueda garantizando un balance entre la
exploracion global y local del espacio. DACE
es un método bayesiano para identificar mo-
delos sustitutos de funciones deterministi-
cas que presupone un modelo estacionario
cuyo fundamento estadistico posibilita el
calculo de un predictor eficiente y de su in-
certidumbre asociada.

Pese a sus fortalezas EGO presenta al-
gunas debilidades importantes. La principal

de ellas es suponer que la funcion objetivo
no presenta tendencias en la region de inte-
rés, es decir, asume que es estacionaria.
Puesto que existen muchos problemas de
optimizacion donde no es posible garantizar
esta condicion EGO puede arrojar resulta-
dos erroneos. Otras debilidades de EGO son
que su propia naturaleza lo lleva a trabajar
con matrices de correlacion mal condiciona-
das, y que la reestimacion del modelo DACE
en cada iteracion influye negativamente so-
bre su tiempo de ejecucion.

Para superar las debilidades antes
mencionadas, en este trabajo se propone un
algoritmo, inspirado en EGO, que incluye
las siguientes mejoras:

1. Un modelo aditivo en la estimacion y
acoplado en la optimizacion, para el
ajuste sucesivo de superficies de apro-
ximacion cuando la funcién objetivo es
no estacionaria.

2. Una estrategia para el manejo del mal
condicionamiento de la matriz de co-
rrelacion.

3. Unesquema de ajuste ligero del modelo
DACE que favorece la velocidad de eje-
cucion del algoritmo sin desmejorar la
calidad de los resultados.

Se desarrollan tres variantes que difie-
ren en el modelo de tendencia utilizado: 1)
XEGO, no incluye modelo de tendencia, 2)
REGO, emplea modelos de regresion lineal,
y 3) NEGO, utiliza redes neuronales tipo
perceptron multicapa. Para evaluar su efi-
ciencia se comparan frente al programa
SPACE (3, 4) que es una implementacion
del algoritmo EGO desarrollada en C++ por
M. Schonlau.
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La organizacion de este articulo es la
siguiente: las secciones 2 y 3 describen el mé-
todo DACE y el algoritmo EGO, respectiva-
mente. La seccion 4 presenta el algoritmo pro-
puesto, la seccion 5 discute los resultados del
estudio comparativo de casos y finalmente, la
seccion 6 establece las conclusiones.

2. Modelo DACE

La investigacion cientifica de muchos
fenémenos se realiza mediante el uso de mo-
delos computacionales deterministicos. En
particular, el interés se centra en modelos
deterministicos continuos, invariantes en el
tiempo, con entradas escalares y una tinica
salida escalar. Con frecuencia los modelos
empleados son computacionalmente costo-
sos por lo que es necesario construir un mo-
delo sustituto (de menor costo), a partir de
un conjunto de datos de entrada/salida, ca-
paz de predecir con precision adecuada la
respuesta del modelo original.

Tipicamente se emplean modelos de re-
gresion lineal (5) para ajustar superficies de
respuesta. Estos modelos aproximantes no
predicen exactamente los valores funciona-
les de puntos ya conocidos (no interpolan la
data observada). Ellos presuponen la exis-
tencia de errores aleatorios independientes
caracteristicos de experimentos fisicos, pero
ausentes en el caso de modelos computacio-
nales deterministicos.

Por ser el modelo de regresion lineal y el
modelo original modelos deterministicos en
funcion de x (vector de variables de entrada),
el error (§) entre ellos también es funcion de
x. Mas aun, si existen dos puntos x"y x” cer-
canos, los errores E(x“)) y E(x(j)) deben ser

similares. En consecuencia, en lugar de
asumir que los errores son independientes,
es razonable suponer que los errores estan
“correlacionados” y que la correlacion es
alta para puntos cercanos y baja para pun-
tos lejanos. Esta es la idea basica sobre la
cual se fundamenta el modelo DACE (2) que
es un modelo bayesiano, adoptado del area

de geoestadistica (6), que trata la respuesta
de modelos computacionales determinis-
ticos como un proceso estocastico.

Supoéngase que se ha evaluado una
funcion deterministica de k variables en n
puntos y se denota la i-ésima observacion
como x” = (x,", x,°,..., x.") cuyo valor funcio-
nal es y” donde i=1,2,...,n. Sacks et al. (2)
proponen el siguiente modelo sustituto:

y(x‘“)=}h‘,ﬁhfh(x‘”)+s(x<”) (i=1...n) 0]

Este modelo considera a la respuesta
deterministica y(x) como la realizacion de
una funcién aleatoria Y(x"), incluye un mo-
delo de regresion lineal y asume que el error
é(x(i)) es un proceso estocastico que tiene

una distribucion normal con media cero, va-
rianza ¢’ y covarianza dada por:
ph ]

cov[&(x(")), &(x(j))] = 0% exp (}k: 0,

(6,20,p,€01,2) 2]

xL") _x(j)

h

La funcién de correlaciéon de la Ecua-
cion [2] esta definida bajo el supuesto de que
cualquier comportamiento no estacionario
puede ser modelado mediante el componen-
te de regresion de la Ecuacion [1]. Pese a no
ser genuinamente la correlacion entre n
puntos, tiene todas las propiedades intuiti-
vas necesarias: la correlacion es cercana a
uno cuando la distancia entre x” y x” es pe-
quena, y cercana a cero cuando la distancia
entre los puntos es grande. El parametro 0,
se interpreta como una medida de la variabi-
lidad de la superficie en la direcciéon de la va-
riable x,. Notese que si 0, es muy grande en-
tonces valores pequenios de | x,” - x,” | se tra-
ducen en fuertes cambios en esa direccion
producto de la baja correlacion. Asimismo,
el exponente p, esta relacionado con la sua-
vidad de la funcién en la direccion de la coor-
denada h, donde p, = 2 corresponde a fun-
ciones suaves y valores cercanos a 1 corres-
ponden a funciones menos suaves. Notese
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que la correlacion del error le permite al mo-
delo de la Ecuacion [1] interpolar sobre la
data observada y, al mismo tiempo, preser-
var su continuidad.

Sacks et al. (2) establecen que es posi-
ble prescindir del modelo de regresion lineal
de la Ecuaciéon 1 y lo reemplazan por una
simple constante (u). Sostienen que esta
simplificacion no afecta el desempernio de la
prediccion pues el uso de la correlacion de
los errores resulta sumamente efectiva, y
que su experiencia previa en problemas de
ingenieria no sugiere la presencia de fuertes
tendencias en la region de interés. Es decir,
que suponen que el modelo original es esta-
cionario, lo que conduce al siguiente modelo
sustituto conocido como modelo DACE:

y(x(i))z Iu_l_g(x(i)) (i = 1,---,n) [3]

El modelo DACE tiene Zk+2 parame-
tros: u,0%6,,....0,y p,, ..., P, y SU estimacion
consiste en determinar los valores que ma-
ximizan la verosimilitud de la muestra. Lue-
go de determinar los parametros del modelo
DACE, la estimacion del valor funcional de
un nuevo punto se calcula mediante el me-
jor predictor lineal no sesgado, dado por la
siguiente expresion:

Ux*)=p+r' R (y-14) [4]

donde y es el vector de dimensién n que con-
tiene los valores funcionales de las observa-
ciones, R es la matriz de correlacion del
error, 1 es un vector de dimension n cuyos
elementos son unos (1), it es el valor medio
estimadoy r es un vector de dimension nque
contiene las correlaciones entre el error en el
punto x* donde se esta realizando la predic-
cion y los errores en puntos previamente
considerados.

Adicionalmente, el modelo DACE pro-
vee una estimacion del error cuadratico me-
dio del predictor, la cual se calcula como si-
gue:

A partir de las Ecuaciones [4 y 5] se
puede demostrar que el modelo DACE es in-
terpolante, es decir, una vez que se conoce el
valor funcional de una observacion, la incer-
tidumbre en ese punto (medida por el error
cuadratico medio) es cero y el modelo predi-
ce exactamente dicho valor funcional.

3. Algoritmo EGO

EGO (Efficient Global Optimization) (1)
es un algoritmo de optimizacién global baye-
siana caracterizado por una soélida funda-
mentacion tedrica y por ser altamente efi-
ciente en términos de la cantidad requerida
de evaluaciones de la funcion objetivo, por
ello es utilizado en la busqueda de extremos
globales de funciones de alto costo compu-
tacional. EGO emplea el modelo DACE (2)
para el ajuste sucesivo de superficies de
aproximacion; es decir, una nueva superfi-
cie se ajusta cada vez que se incorpora un
punto a la muestra. Asimismo, utiliza una
Figura de mérito (mejora esperada (7, 1)) que
guia el proceso de busqueda global de forma
tal que, ademas de explorar regiones donde
la superficie de aproximacion es 6ptima y
aprovechar la eficiencia del predictor DACE,
también pone énfasis en el muestreo de re-
giones inexploradas donde la prediccion tie-
ne una incertidumbre considerable.

El algoritmo EGO incluye los siguien-
tes pasos:

1. Se genera una muestra inicial median-
te un diseno de experimento de mues-
treo uniforme con tamano aproxima-
damente igual a 10k, donde k es el nu-
mero de variables. El disefio de experi-
mento empleado en [1] es un hipercubo
latino especial que tiene la propiedad
de que todas las proyecciones de unay
dos dimensiones son cubiertas unifor-
memente.
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2. Luego de evaluar la funcién objetivo en
los puntos iniciales, se asume p,=2y se
estiman los parametros 6, del modelo
DACE que maximizan la verosimilitud
de la muestra. Notese que uy o” se cal-
culan en funcién de 6, y p,.

3. Se valida el modelo DACE obtenido en
el paso anterior mediante el método de
validacion cruzada. Si los residuales de
la validacion cruzada son menores que
3 en magnitud, se dice que el modelo es
satisfactorio. En caso contrario, se rea-
justa el modelo luego de aplicar una
transformacion logaritmica (log(y),
-log(-y)) o inversa (-1/y) sobre la varia-
ble dependiente. Sila aplicacion de una
transformaciéon resulta en un modelo
satisfactorio, se emplea la funcion
transformada en el resto del analisis.
En caso de que ninguna de las trans-
formaciones consideradas derive en un
modelo valido, no es posible continuar.

4. Se determina el punto donde se maxi-
miza la mejora esperada.

5. Sila mejora esperada es menor que 1%
del mejor valor actual de la funcién (en
la escala no transformada) o se ha al-
canzado el nimero maximo de iteracio-
nes, el algoritmo se detiene. En caso
contrario, se evalua la funcién objetivo
en el punto donde es maxima la mejora
esperada, se incorpora dicho punto ala
muestra, se reestiman los parametros
delmodelo DACEy seregresa al paso 4.

4. Algoritmo propuesto

La principal debilidad del algoritmo
EGO es suponer que la funciéon objetivo es
estacionaria ya que existen muchos proble-
mas de optimizacion global donde no es po-
sible garantizar tal condicién. Ante una fun-
cion objetivo no estacionaria, EGO puede
arrojar resultados erroneos. Otras debilida-
des importantes de EGO son que su propia
naturaleza lo lleva a trabajar con matrices
de correlacion mal condicionadas y que la

reestimacion del modelo DACE en cada ite-
racion influye negativamente sobre su tiem-
po de ejecucion. Con el proposito de superar
estas debilidades, se ha propuesto un algo-
ritmo, inspirado en EGO, que incluye las
mejoras descritas a continuacion.

4.1. Modelo aditivo acoplado

EGO (1) utiliza el modelo DACE (2) para
el ajuste sucesivo de superficies de aproxi-
macion, por lo tanto presupone que la fun-
cion objetivo es estacionaria, es decir que no
experimenta fuertes tendencias en la region
de interés. Claramente, no se puede garanti-
zar el cumplimiento de esta suposicion ya
que existen muchos problemas de optimiza-
cion global con funciones objetivo no estacio-
narias. Considerar estacionaria a una fun-
cion que no lo es puede hacer dificil la identi-
ficacion de un modelo DACE inicial valido y
peor aun, si se identifica uno probablemente
no guiara de forma adecuada el proceso de
busqueda global. Es por ello que la utiliza-
cion de transformaciones para suavizar la
respuesta de la funcién objetivo y lograr un
buen ajuste del modelo DACE inicial puede
ser visto como un esfuerzo de EGO para sa-
tisfacer la condicion de modelo estacionario.
Adicionalmente, las transformaciones nece-
sariamente fracasan ante funciones que to-
men valores positivos y negativos.

Para superar estas dificultades se pro-
pone un modelo aditivo de la forma:

Yx) = m(x) +err(x) = m(x) +u+&(x) (6]
donde:

- m(x) es un modelo de ajuste suave em-
pleado para capturar la tendencia de la
funcién objetivo. Este modelo debe ser
parsimonioso (poca cantidad de para-
metros), no interpolante, eficiente y te-
ner un método de identificacion de rela-
tivo bajo costo computacional (e.g., mo-
delos de regresion lineal y redes neuro-
nales tipo perceptréon multicapa).
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— err(x) es el error entre la prediccion del
modelo m(x) y el verdadero valor de la
muestra, el cual es modelado con
DACE.

A diferencia de las estrategias tradicio-
nales basadas en modelos aditivos, el modelo
de tendencia m(x) se mantiene acoplado al
modelo DACE del error durante el progreso
del algoritmo. Bajo este escenario, la figura
de mérito (mejora esperada) conserva su for-
mulacion original aunque su calculo cambia
ligeramente: la incertidumbre del valor de
yx), donde X" es una nueva muestra, se mo-
dela como una variable aleatoria normal
cuyo valor medio es la suma de la prediccion
del modelo de tendencia y la prediccion del
error del modelo DACE, y cuya desviacion es-
tandar esta dada tinicamente por el predictor
del error cuadratico medio del modelo DACE.

Debido a su alta efectividad y gran po-
pularidad los modelos de tendencia seleccio-
nados son: 1) los modelos de regresion lineal
(5), y 2) las redes neuronales de tipo percep-
tron multicapa (8). Esto conduce a la defini-
cion de las variantes del algoritmo propuesto
denominadas: REGO (Linear Regression -
Efficient Global Optimization) y NEGO (Neural
Networlk - Efficient Global Optimization).

REGO considera los siguientes mode-
los de regresion: lineal simple, cuadratico
simple (sin efectos combinados), y cuadrati-
co completo (con efectos combinados). Si-
guiendo este orden se estiman los parame-
tros mediante el método de regresion y se
calcula el valor de ajuste de R’ para cada
modelo. Si el valor de ajuste de R’ para un
modelo dado es mayor a un valor preestable-
cido (tipicamente 0,7) entonces el modelo es
seleccionado y no se consideran los restan-
tes, lo cual favorece a los modelos mas sim-
ples. Por el contrario, si ninguno de los mo-
delos identificados satisface este criterio se
selecciona el que tenga el mayor valor de
ajuste de R’.

Por su parte, NEGO incorpora como
modelo de tendencia a una red neuronal tipo
perceptron multicapa con una capa oculta.

Con el propésito de obtener una red parsi-
moniosa, el numero de unidades de la capa
oculta es determinado segun la siguiente re-
gla heuristica (9):

(e+)*o+(0+D)*s<y*k [7]

donde e es el numero de unidades de entra-
da, o es el namero de unidades de la capa
oculta, ses el numero de unidades de salida,
Ic es el tamano de la muestra y ¢ es el factor
de parametrizacion (tipicamente
0,1 <y =<0,5). Como funcién de activacion se
utiliza la tangente hiperbdlica y el algoritmo
de entrenamiento empleado es el método de
retropropagacion (10). Puesto que se pre-
tende que la red neuronal sé6lo capture la
tendencia de la funcion objetivo, no se re-
quiere de un entrenamiento con muchas ite-
raciones ni con un criterio de parada muy
exigente.

NEGO (11) fue propuesto originalmen-
te como una metodologia para estimar las
distribuciones de permeabilidad y porosi-
dad de yacimientos petroleros a partir de
data estatica y dinamica disponible. Poste-
riormente fue empleado en el disefio 6ptimo
de tratamientos de estimulacion por fractu-
ramiento hidraulico (12) y en la optimiza-
cion de procesos SAGD (13).

Finalmente, como medio de diferencia-
cion se denomina XEGO a la variante que,
pese a la no adicion de un modelo de tenden-
cia (m(x) = 0), incluye el resto de las mejoras
del algoritmo EGO propuestas en este trabajo.

4.2. Manejo del mal condicionamiento
de la matriz de correlacion

El manejo del mal condicionamiento de
la matriz de correlacion R es un aspecto de
suma importancia que se deriva de la propia
formulacion teodrica del algoritmo EGO (1).
El progreso en la busqueda de la solucion
optima global lleva a colocar puntos cerca-
nos a otros previamente considerados.
Cuando dos puntos estan muy cercanos sus
valores de correlacion son casi iguales y las
correspondientes columnas de la matriz R
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son casi idénticas, lo cual origina su mal
condicionamiento.

En (1) se calcula la inversa de la matriz
de correlacion R mediante la descomposicion
en valores singulares. En caso de que dichos
valores singulares sean muy pequenos (e.g.
menores a 10" sus reciprocos son igualados
a cero. Este método es apropiado para deter-
minar la mejor solucion, en términos de mi-
nimos cuadrados, del sistema de ecuaciones
lineales A.x = b, donde A es una matriz cua-
drada mal condicionada (14). Sin embargo,
se considera inadecuado para el calculo de la
inversa de la matriz de correlacion R.

Con el propé6sito de menguar el efecto
del mal condicionamiento de la matriz de co-
rrelacion R producto de la colocacion de
puntos cercanos, se propone la siguiente es-
trategia:

Luego de obtener el nuevo punto
como resultado de la maximizacion
de la mejora esperada, se determina
el Numero de Condicién (N¢) de la
matriz de correlacion R, la cual in-
cluye la columna y fila corresgon—
diente al nuevo punto. Si Nc>10" en-
tonces la matriz de correlacion se
considera mal condicionada, en cuyo
caso se duplica la distancia entre el
nuevo punto y el punto mas cercano
existente en la muestra. Dicho des-
plazamiento se realiza sobre la recta
definida por ambos puntos. Si la con-
dicion de singularidad desaparece el
algoritmo prosigue y se evalua la fun-
cion objetivo en el punto desplazado.
De lo contrario, se repite la operacion
de desplazamiento. Si se alcanza el
numero maximo de desplazamientos
(tipicamente 5) y no ha desaparecido
la condicion de singularidad, se eva-
Itia el punto original resultante de la
maximizacion de la mejora esperada
y se termina el algoritmo.

Esta estrategia provee un resultado
analiticamente correcto de la inversa de la
matriz de correlacion y a la vez, permite el

avance del proceso de busqueda al reducir el
grado de incertidumbre de la region corres-
pondiente a la vecindad del punto donde es
maximo el valor de la mejora esperada. Esto
hace que el algoritmo alcance un balance
adecuado entre efectividad y robustez.

Puesto que el algoritmo depende direc-
tamente del calculo de la inversa de la ma-
triz de correlacion R, si persiste la condicion
de singularidad de dicha matriz no queda
otra alternativa mas que detener el proceso
de busqueda. Tal situaciéon puede ocurrir
luego de colocar un nuevo punto en una
zona suficientemente explorada que aun
promete reducir el menor valor funcional
identificado hasta el momento. Nétese que
esto indica la posible existencia de una me-
jor solucion en este nuevo punto.

4.3. Ajuste ligero del modelo DACE

El algoritmo EGO (1) estima los para-
metros del modelo DACE en cada iteracion
luego de agregar a la muestra un nuevo pun-
to donde se maximiza la mejora esperada.
Segun nuestra experiencia (11-13) tal rees-
timacion afecta notoriamente el tiempo de
ejecucion del algoritmo, especialmente en
problemas de cinco o mas variables. Esto se
debe a que en cada iteracion se incrementa
la dimension de la matriz de correlacion R, y
por lo tanto, aumenta el costo computacio-
nal del calculo de su inversa empleado para
la estimacion de los parametros que maxi-
mizan la verosimilitud de la muestra.

Por ello se propone el ajuste ligero del
modelo DACE. Dicho ajuste presupone que
los parametros 6, que maximizan la verosi-
militud de la muestra estimados inicialmen-
te, luego de ser ratificados mediante el pro-
cedimiento de validacion cruzada, capturan
efectivamente la naturaleza de la funcién
objetivo. Por lo tanto, en cada iteracion, lue-
go de agregar a la muestra el nuevo punto
correspondiente al maximo valor de la mejo-
ra esperada, inicamente se calcula la inver-
sa de la matriz de correlacion Ry se actuali-
zan los parametros uy o”.
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Indiscutiblemente este esquema de
ajuste ligero del modelo DACE ejerce mayor
presion en la seleccion de un disefio de expe-
rimento realmente efectivo y la identifica-
cion inicial de los parametros del modelo
DACE.

4.4. Descripcion general del algoritmo
propuesto

El algoritmo propuesto incluye los si-
guientes pasos:

1. Se genera la muestra inicial mediante
un diseno de experimento de muestreo
uniforme con tamano aproximada-
mente igual a 10k, donde k es el nume-
ro de variables.

2. Seidentifica el modelo de tendencia se-
gun la variante del algoritmo seleccio-
nada (XEGO, REGO o NEGO) de acuer-
do a lo expuesto en la Seccion 4.1.

3. Se estiman los parametros del modelo
DACE correspondiente al error entre la
prediccion del modelo de tendencia y el
verdadero valor de la funcion objetivo
sobre la muestra inicial (Seccion 4.1).

4. Siel modelo DACE del error satisface el
criterio de validacion cruzada el algorit-
mo continuia, de lo contrario termina.

5. Se determina el punto donde se maxi-
miza la mejora esperada (Seccion 4.1).

6. Se aplica la estrategia para el manejo
del mal condicionamiento de la matriz
de correlacion R (Seccion 4.2). En caso
de no superar dicha condicion, se eva-
Ita la funcion objetivo en el nuevo pun-
to y el algoritmo termina.

7. Se evalua la funcién objetivo en el nue-
vo punto, se incorpora a la muestray se
efectiia el ajuste ligero del modelo
DACE del error (Seccion 4.3).

8. Si el valor maximo de la mejora espera-
da relativa es menor a un valor presta-
blecido (tipicamente 1%) o se alcanza el
numero maximo de iteraciones, el algo-

ritmo se detiene; de lo contrario regresa
al paso 5.

5. Estudio de casos y analisis
de resultados

Para mostrar la eficacia del algoritmo
propuesto, sus variantes (XEGO, REGO y
NEGO) fueron codificadas en MATLAB (15) y
ejecutadas en una computadora Pentium 4
(1,7 GHz). En particular, XEGO, REGO y
NEGO utilizan el algoritmo DIRECT (16, 17)
para identificar el modelo DACE inicial (ma-
ximizar la verosimilitud de la muestra) y de-
terminar el punto donde se maximiza la me-
jora esperada. Detalles de su implementa-
cion se describen en (18). En todos los casos
de estudio las mejoras propuestas produje-
ron los resultados esperados.

En cuanto a su eficiencia relativa, se
compara el desempenio de XEGO, REGO y
NEGO frente al programa SPACE (Stochastic
Process Analysis of Computer Experiments)
(3, 4). SPACE es una implementacion del al-
goritmo EGO desarrollada en C++Yy se ejecu-
t6 en una computadora SUN UltraSPARC III
(1,2 GHz). Para realizar la comparacion se
seleccion6 un grupo de funciones objetivo
derivables, que han dado resultados satis-
factorios en implementaciones de EGO,
cuya naturaleza multimodal dificulta en
gran medida la identificacion de extremos
globales (Tabla 1). Estas funciones de prue-
ba son de uso frecuente en la literatura y en
paquetes de optimizacion (1, 16, 17, 19).

En todos los casos la muestra inicial
fue generada mediante un hipercubo latino
clasico (20). El tamano de dicha muestra se
establecio partiendo de la regla heuristica
(10k) sugerida en (1), aunque hubo casos
donde fue necesario aumentar su tamano
para lograr un modelo inicial valido. El algo-
ritmo se detiene cuando la maxima mejora
esperada es menor que el 1% del mejor valor
funcional obtenido hasta el momento (en la
escala no transformada) o cuando alcanza
30 iteraciones. Notese que SPACE y XEGO
requirieron la aplicacion de las transforma-
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Tabla 1
Funciones de prueba

Caso Funcion

Dimensiones Minimos Globales

1 Branin
Hock-Shittkowski 5
HGO 468:1
Goldstein-Price
Six-Hump Camel

Hartman 3

N O Ok WN

Hartman 6

2

Y W N NN
— = N = = =W

ciones In(y) y -ln(-y) para optimizar las fun-
ciones Goldstein-Price (caso 4) y Hartman 6
(caso 7), respectivamente.

Los resultados obtenidos (Tabla 2) re-
velan que el desempeno de SPACE, XEGO y
REGO es similar, excepto en los casos 4y 7.
En el caso 4, SPACE super6 a XEGO, REGO
y NEGO, aunque éstos arrojaron resultados
muy cercanos a la solucién 6ptima global
pese a tener un error relativo muy elevado.
Esto se atribuye a la naturaleza de la fun-
cion objetivo Goldstein-Price que presenta
dos regiones bien diferenciadas dentro del
espacio de busqueda considerado (-2 < x <
2; -2 <y< 2). La primera con valores funcio-
nales en el orden de los cientos de miles
(~10° que desciende rapidamente hasta un
extenso valle (segunda region) con valores
en el orden de las decenas, siendo 3 el mini-
mo global ubicado en (O, -1). Se pudo apre-
ciar que XEGO, REGO y NEGO condujeron
de buena manera el proceso de busqueda
pues exploraron mas intensamente el valle
de la funcion.

En el caso 7, SPACE y XEGO obtuvie-
ron soluciones similares, aunque XEGO re-
quirié menos evaluaciones de la funcién ob-
jetivo. REGO y NEGO arrojaron resultados
bastante alejados del minimo global pese a
haber alcanzado el criterio de parada de la
mejora esperada. Esto se atribuye a la esca-
sez de puntos iniciales que imposibilita la
identificacion de modelos de tendencia y

modelo DACE que capturen efectivamente el
comportamiento de la funcion objetivo
(Hartman 6). Notese que s6lo se emplearon
72 puntos iniciales, cantidad que supera li-
geramente el numero de vértices de un hi-
percubo de 6 dimensiones (64), lo cual es
equivalente a identificar un modelo de 2 va-
riables con sélo 3 o 4 muestras.

En general, los resultados obtenidos
son similares a los reportados en (1) siendo
estos ultimos ligeramente mejores. Por otra
parte, NEGO mostro6 cierta tendencia a re-
querir mayor numero de evaluaciones de la
funcion objetivo, en particular en los casos 1
y 5. Aunado a esto, la menor cantidad de pa-
rametros del modelo de regresion lineal y la
simplicidad del método empleado para su
identificacion, convierten a REGO en la pri-
mera opcion para la solucion de problemas
de optimizacion global que requieran el uso
de modelos de tendencia.

Con relacion a las mejoras propuestas,
los resultados obtenidos son los siguientes:

1. Eluso de modelos de tendencia resulto
ser efectivo en todos salvo uno de los
casos, teniendo REGO mejor desempe-
no que NEGO. Sin embargo, REGO y
NEGO mostraron peor desempeno que
SPACE y XEGO en los casos que requi-
rieron el uso de transformaciones [4 y
7]. En el caso 4, REGO y NEGO condu-
jeron bien el proceso de busqueda pero
requirieron mayor numero de evalua-
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Tabla 2
Resultados sobre las funciones objetivo de prueba
SPACE XEGO REGO NEGO
Funcién Branin-Hoo (Caso 1)

NOI 20 20 20 20
EFO 30 30 30 43
ER (%) 0,026 0,85 0,17 0,35
| x-x opt | 0.0244 0.0519 0.0511 0.0161

Funcién Hock-Shittkowski 5 (Caso 2)

NOI 20 20 20 20
EFO 25 24 23 25
ER (%) 0,002 0,07 0,17 0,08
| x-x opt | 0.0068 0.0315 0.0612 0,0371

Funcién HGO 468:1 (Caso 3)

NOI 20 20 20 20
EFO 24 22 22 22
ER (%) 0,00012 0,92 0,18 0,22
| x-x opt | 2E-06 0.0107 0.0047 0.,0023

Funcién Goldstein-Price (Caso 4)
NOI 21 25 21 24
EFO 34 39 51 54 (MNI)
ER (%) 0,97 26,56 87,49 21,53
| x-x_opt | 0,013 0,0509 0.1168 0,037
Funcién Six-Hump Camel (Caso 5)
NOI 20 25 25 25
EFO 42 44 46 55 (MNI)
ER (%) 0,0002 0,79 1,66 1,69
| x-x_opt | 0.00015 0,0322 0.0512 0.0476
Funcién Hartman 3 (Caso 6)

NOI 30 30 30 30
EFO 35 33 33 36
ER (%) 0,094 0,19 0,13 0,11
| x-x_opt | 0.0109 0,0612 0.0702 0.0110

Funcién Hartman 6 (Caso 7)

NOI 65 72 72 72
EFO 93 90 90 85
ER (%) 1,56 1,5 10,25 4,08
| x-x_opt | 0,0560 0.0507 1,0007 1,1151

NOI: Numero de observaciones iniciales. EFO: Evaluaciones de la funcién objetivo. ER(%): Error relativo porcen-
tual del valor funcional de la solucién obtenida con respecto al valor funcional de la solucion 6ptima. |x -x_opt |:
distancia entre la solucion obtenida y el minimo global. MNI: Se alcanzé el madximo namero de iteraciones (30).
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ciones de la funcion objetivo; mientras
que en el caso 7, fueron incapaces de
obtener una solucion cercana al opti-
mo global. En consecuencia, pese a ser
una alternativa atractiva y prometedo-
ra para la optimizacién de funciones
objetivo no estacionarias, aun requiere
mayor estudio.

2. XEGO, REGO y NEGO siempre pudie-
ron superar el mal condicionamiento
de la matriz de correlacion mediante el
uso de la estrategia descrita en la Sec-
cion 4.2. Con frecuencia, sélo fue nece-
sario realizar un desplazamiento del
nuevo punto.

3. Como consecuencia del ajuste ligero
del modelo DACE, se observo consis-
tentemente en todos los casos que la
duracion de la segunda y demas itera-
ciones fue s6lo una fraccion del tiempo
requerido por la primera (que incluye
maximizar la verosimilitud y la mejora
esperada, y opcionalmente identificar
el modelo de tendencia). Ademas, a
partir de la segunda iteracion no fue
tan marcado el incremento del tiempo
de ejecucion de cada iteracion.

6. Conclusiones

En este trabajo se ha propuesto una
version mejorada del algoritmo EGO (1) con
la finalidad de superar algunas de sus debi-
lidades mas importantes. En este sentido,
se puede concluir que:

La incorporaciéon de un modelo aditivo
acoplado result6 ser efectiva obteniéndose
convergencia al 6ptimo en casi todos los casos
de estudio y en consecuencia, promete ser
una alternativa eficaz a ser empleada en la so-
luciéon de problemas de optimizacion global
con funciones objetivo deterministicas, no es-
tacionarias y de alto costo computacional.

La estrategia para el manejo del mal
condicionamiento de la matriz de correla-
cion ofrece resultados analiticamente co-

rrectos y brinda al algoritmo un balance
adecuado entre efectividad y robustez.

A juzgar por los resultados el esquema
de ajuste ligero del modelo DACE captura
efectivamente la naturaleza de la funciéon
objetivo y brinda mayor velocidad de ejecu-
cion sin detrimento en la calidad de la res-
puesta del algoritmo.

Asimismo, se desarrollaron tres va-
riantes que difieren en el modelo de tenden-
cia utilizado: 1) XEGO, no incluye modelo de
tendencia, 2) REGO, emplea modelos de re-
gresion lineal, y 3) NEGO, utiliza redes neu-
ronales tipo perceptron multicapa. Para de-
terminar su eficiencia, se comparé el de-
sempeno de XEGO, REGO y NEGO frente al
programa SPACE (3, 4). En la mayoria de los
casos SPACE, XEGO y REGO experimenta-
ron un desempeno similar; sin embargo,
NEGO mostré cierta tendencia a requerir
mayor numero de evaluaciones de la fun-
cion objetivo. Ademas, los resultados obte-
nidos son similares a los reportados por Jo-
nes et al. (1).
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